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Περίληψη

Η κατάτµηση ιατρικής εικόνας αποτελεί µια κοµβική διαδικασία στον τοµέα της ιατρικής
απεικόνισης και της υπολογιστικής υποβοήθησης διαγνώσεων. Ωστόσο, η ανάπτυξη εύρω-
στων υπολογιστικών συστηµάτων παρεµποδίζεται από δύο ϑεµελιώδεις προκλήσεις : αφενός
την σηµαντική δυσκολία ακριβούς οριοθέτησης οργάνων µε ασαφή ανατοµικά όρια, όπως
το πάγκρεας, και αφετέρου τη χρόνια έλλειψη τρισδιάστατων (3D) ιατρικών δεδοµένων µε
πυκνό σχολιασµό από ειδικούς.

Στόχος της παρούσας διπλωµατικής εργασίας είναι η ανάπτυξη και η συγκριτική αξιο-
λόγηση ενός συστήµατος ϐαθιάς µάθησης για ηµι-επιβλεπόµενη κατάτµηση παγκρέατος υπό
αυστηρά περιορισµένους υπολογιστικούς πόρους. Ως ϐασική αρχιτεκτονική (backbone) µε-
λετάται το Swin-UMamba, το οποίο ενσωµατώνει Μοντέλα Χώρου Καταστάσεων (State Space
Models — SSMs) µε γραµµική υπολογιστική πολυπλοκότητα, και αντιπαραβάλλεται µε το
καθιερωµένο συνελικτικό δίκτυο U-Net3D. Αµφότερα τα δίκτυα εκπαιδεύονται υπό το ηµι-
επιβλεπόµενο πλαίσιο DyCON, ενώ στη ϕάση της αξιολόγησης εφαρµόζεται το κλασικό ϐήµα
µετα-επεξεργασίας Largest Connected Component (LCC) για την απαλοιφή ψευδώς-ϑετικών
συνεκτικών συνιστωσών.

Το DyCON αξιολογεί δυναµικά την αβεβαιότητα των προβλέψεων µέσω της εντροπίας και
εφαρµόζει αντιθετική µάθηση σε επίπεδο ογκοστοιχείων, αξιοποιώντας τις µη-σχολιασµένες
τοµογραφίες. Η κύρια συνεισφορά της εργασίας είναι η συστηµατική συγκριτική µελέτη
αρχιτεκτονικών SSM και CNN για ηµι-επιβλεπόµενη κατάτµηση υπό περιορισµένη χωρική
ανάλυση, καθώς και η ανάδειξη της επίδρασης της µετα-επεξεργασίας LCC στην ακρίβεια
των ανατοµικών ορίων.

Η πειραµατική αξιολόγηση πραγµατοποιήθηκε στο σύνολο δεδοµένων Pancreas-CT. Υπό
τους αυστηρούς περιορισµούς υλικού (τµήµατα 64 × 64 × 64), το LCC ϐελτιώνει δραστικά
τις µετρικές ορίων (HD95, ASD) αµφότερων των αρχιτεκτονικών. Ο συνδυασµός U-Net3D
+ DyCON + LCC αποδίδει την υψηλότερη και σταθερότερη ακρίβεια, επιτυγχάνοντας µε
µόλις 12 σχολιασµένες τοµογραφίες επιδόσεις ισοδύναµες µε την πλήρως επιβλεπόµενη
εκπαίδευση στις 62. Στο συγκεκριµένο καθεστώς περιορισµένης ανάλυσης, το συνελικτικό
δίκτυο υπερτερεί του Swin-UMamba.

Λέξεις Κλειδιά

Κατάτµηση Ιατρικής Εικόνας, Βαθιά Μάθηση, Μοντέλα Χώρου Καταστάσεων (SSMs),
Ηµι-επιβλεπόµενη Μάθηση, Mamba, DyCON, Πάγκρεας
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Abstract

Medical image segmentation is a pivotal process in the field of medical imaging and
computer-aided diagnosis. However, the development of robust computational systems
is hindered by two fundamental challenges: the considerable difficulty of accurately de-
lineating organs with ambiguous anatomical boundaries, such as the pancreas, and the
chronic scarcity of densely annotated 3D medical datasets.

The objective of this diploma thesis is the development and comparative evaluation of
a deep learning system for semi-supervised pancreas segmentation under strict compu-
tational constraints. The primary backbone studied is Swin-UMamba, which integrates
State Space Models (SSMs) with linear computational complexity, and is compared a-
gainst the established convolutional network U-Net3D. Both networks are trained under
the semi-supervised DyCON framework, while at inference a classical Largest Conne-
cted Component (LCC) post-processing step is applied to remove false-positive connected
components.

DyCON dynamically evaluates prediction uncertainty via entropy and applies voxel-
level contrastive learning, exploiting the unlabeled scans. The main contribution of this
work is a systematic comparison of SSM and CNN architectures for semi-supervised
segmentation under limited spatial resolution, together with an analysis of the impact of
LCC post-processing on boundary accuracy.

The experimental evaluation was conducted on the Pancreas-CT dataset. Under strict
hardware constraints (64x64x64 patches), LCC drastically improves the boundary metrics
(HD95, ASD) of both architectures. The U-Net3D + DyCON + LCC combination yields the
highest and most stable accuracy, reaching with only 12 annotated scans performance
equivalent to fully supervised training on 62 scans. In this limited-resolution regime, the
convolutional network outperforms Swin-UMamba.

Keywords

Medical Image Segmentation, Deep Learning, State Space Models (SSMs), Semi-Supervised
Learning, Mamba, DyCON, Pancreas
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Κεφάλαιο 1

Εισαγωγή

Η υπολογιστική ανάλυση και η αυτόµατη επεξεργασία ιατρικών εικόνων αποτελούν
έναν από τους πλέον ϱαγδαία αναπτυσσόµενους και κρίσιµους τοµείς της σύγχρονης

ϐιοιατρικής µηχανικής και της τεχνητής νοηµοσύνης. Μέσα από την ανάπτυξη εξελιγµένων
αλγορίθµων, οι κλινικοί γιατροί αποκτούν ισχυρά εργαλεία για την υποβοήθηση της διάγνω-
σης, τον ακριβή σχεδιασµό σύνθετων ϑεραπευτικών ή χειρουργικών σχηµάτων, καθώς και
την παρακολούθηση της εξέλιξης σοβαρών παθολογιών.

Στο επίκεντρο αυτής της ερευνητικής προσπάθειας ϐρίσκεται η διαδικασία της κατάτµη-
σης (medical image segmentation), η οποία αποσκοπεί στην αυτόµατη και ακριβή οριο-
ϑέτηση ανατοµικών δοµών, οργάνων ή παθολογικών περιοχών ενδιαφέροντος (όπως όγκοι ή
ϐλάβες) µέσα σε σύνθετες απεικονίσεις. Παρά την αλµατώδη πρόοδο των ϐαθιών νευρωνικών
δικτύων, η κατάτµηση συγκεκριµένων οργάνων της κοιλιακής χώρας —µε χαρακτηριστικότε-
ϱο παράδειγµα το πάγκρεας— παραµένει ένα εξαιρετικά απαιτητικό πρόβληµα υπολογιστι-
κής όρασης [1]. Η υψηλή µορφολογική µεταβλητότητα του οργάνου ως προς το σχήµα και
τη ϑέση του από ασθενή σε ασθενή, σε συνδυασµό µε την εξαιρετικά χαµηλή αντίθεση (low
contrast) και τα ασαφή όρια που παρουσιάζει µε τους γειτονικούς ιστούς, καθιστούν τις
κλασικές µεθόδους επιρρεπείς σε σηµαντικά σφάλµατα οριοθέτησης.

Παράλληλα, η επιτυχής εκπαίδευση σύγχρονων µοντέλων ϐαθιάς µάθησης (Deep Learn-
ing) προσκρούει σε έναν ϑεµελιώδη περιορισµό: την ανάγκη για µεγάλους όγκους δεδο-
µένων µε πυκνό και λεπτοµερή σχολιασµό (ground-truth masks). Στην ιατρική απεικόνιση,
η χειροκίνητη σχεδίαση αυτών των µασκών τοµή προς τοµή είναι µια διαδικασία εξαιρετικά
χρονοβόρος, δαπανηρή και απαιτεί εξειδικευµένη κλινική εµπειρία. Για τον λόγο αυτό, η
έρευνα στρέφεται έντονα προς την Ηµι-επιβλεπόµενη Μάθηση (Semi-Supervised Learning),
η οποία επιτρέπει στα µοντέλα να εκπαιδεύονται αξιοποιώντας έναν πολύ µικρό αριθµό σχο-
λιασµένων εικόνων και ένα σηµαντικά µεγαλύτερο πλήθος µη-σχολιασµένων τοµογραφιών
[2].

Η ανάγκη για µοντελοποίηση µακροπρόθεσµων εξαρτήσεων (long-range dependencies)
χωρίς το απαγορευτικό υπολογιστικό κόστος των Vision Transformers (ViTs) οδήγησε πρόσφα-
τα στην ενσωµάτωση των Μοντέλων Χώρου Καταστάσεων (State Space Models — SSMs) στην
υπολογιστική όραση. Τα SSMs υιοθετήθηκαν στην παρούσα εργασία ακριβώς επειδή πα-
ϱουσιάζουν ϐελτιωµένη ικανότητα σύλληψης µακροπρόθεσµων εξαρτήσεων σε σύγκριση µε
τους Vision Transformers: ενώ ο µηχανισµός αυτο-προσοχής των ViTs κοστίζει τετραγωνικά
O(N2) ως προς το µήκος της ακολουθίας — καθιστώντας απαγορευτική τη διαχείριση µεγάλων
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ογκοµετρικών δεδοµένων — τα SSMs διατηρούν παγκόσµιο πεδίο αποδοχής µε γραµµική
πολυπλοκότητα O(N), επιτρέποντας τη µοντελοποίηση πολύ µακρύτερων εξαρτήσεων υπό
τους ίδιους υπολογιστικούς πόρους. Το πλαίσιο Mamba [3] αποτελεί ένα τέτοιο εργαλε-
ίο, προσφέροντας παγκόσµιο πεδίο αποδοχής µε γραµµική υπολογιστική πολυπλοκότητα
O(N). Ωστόσο, η επιπεδοποίηση (flattening) του τρισδιάστατου χώρου σε µια µονοδιάστατη
ακολουθία για τις ανάγκες σάρωσης του Mamba τείνει να διαρρηγνύει τη ϕυσική χωρική
γειτνίαση των ογκοστοιχείων, υποβαθµίζοντας τις λεπτοµέρειες υψηλής συχνότητας στα ανα-
τοµικά όρια.

Αξιοποιώντας τις τεχνολογίες των State Space Models σε συνδυασµό µε σύγχρονες τε-
χνικές ηµι-επιβλεπόµενης µάθησης, καθίσταται δυνατή η ανάπτυξη συστηµάτων ικανών να
εκτελούν υψηλής ακρίβειας ιατρική κατάτµηση, ακόµη και σε περιβάλλοντα µε εξαιρετικά
περιορισµένα διαθέσιµα δεδοµένα και υπολογιστικούς πόρους.

1.1 Αντικείµενο της διπλωµατικής

Το ϐασικό Ϲήτηµα που προκύπτει για τα συστήµατα κατάτµησης 3∆ ιατρικής εικόνας
υψηλής ανάλυσης είναι πώς τα µοντέλα µπορούν να συλλαµβάνουν το παγκόσµιο πλαίσιο,
διατηρώντας ταυτόχρονα την τοπική ακρίβεια των ακµών υπό περιορισµένους υπολογιστικούς
πόρους. ∆ύο κύριες προσεγγίσεις έχουν προταθεί στη ϐιβλιογραφία:

1. Η πρώτη προσέγγιση ϐασίζεται στα κλασικά τρισδιάστατα συνελικτικά δίκτυα, όπως το
3D U-Net [4]. Τα δίκτυα αυτά διατηρούν εγγενώς την ισχυρή χωρική σχέση µεταξύ των
τοµών, αλλά περιορίζονται από το τοπικό τους πεδίο αποδοχής (receptive field), αδυ-
νατώντας να κατανοήσουν τη σφαιρική ανατοµική δοµή χωρίς να αυξήσουν δραµατικά
το ϐάθος και τον αριθµό των παραµέτρων τους.

2. Η δεύτερη προσέγγιση εισάγει µηχανισµούς αυτο-προσοχής (self-attention) µέσω αρ-
χιτεκτονικών Transformers, όπως το UNETR [5]. Παρά την επιτυχία τους στην κατα-
νόηση του συνολικού πλαισίου της εικόνας, η τετραγωνική πολυπλοκότητα O(N2) του
πλήρους µηχανισµού αυτο-προσοχής καθιστά την εκπαίδευσή τους εξαιρετικά απαι-
τητική σε πόρους µνήµης γραφικών (VRAM), προκαλώντας συχνά σφάλµατα υπερχε-
ίλισης (Out-Of-Memory) σε ογκοµετρικές εικόνες υψηλής ανάλυσης.

Αντικείµενο της παρούσας διπλωµατικής εργασίας είναι η σχεδίαση, η υλοποίηση και η
πειραµατική αξιολόγηση ενός συστήµατος ϐαθιάς µάθησης για την ηµι-επιβλεπόµενη κα-
τάτµηση του παγκρέατος υπό περιορισµένους υπολογιστικούς πόρους.

Ως ϐασική αρχιτεκτονική (backbone) µελετάται η ιεραρχική αρχιτεκτονική Swin-UMamba
[6], η οποία εκπαιδεύεται υπό το ηµι-επιβλεπόµενο πλαίσιο DyCON [7]. Το DyCON υπολο-
γίζει δυναµικά την αβεβαιότητα των προβλέψεων µέσω της εντροπίας Shannon, ϕιλτράροντας
τον ϑόρυβο των ψευδο-ετικετών. Στη ϕάση της αξιολόγησης, εφαρµόζεται το κλασικό ϐήµα
µετα-επεξεργασίας Largest Connected Component (LCC), το οποίο διατηρεί µόνο τη µεγα-
λύτερη συνεκτική συνιστώσα της πρόβλεψης, αποµακρύνοντας τις ψευδώς-ϑετικές νησίδες.
Για τη συγκριτική αποτίµηση, η ίδια διάταξη (DyCON + LCC) εφαρµόζεται και στο καθιερω-
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1.2 Οργάνωση του τόµου

µένο συνελικτικό δίκτυο U-Net3D, ώστε να διερευνηθεί η συµπεριφορά των δύο οικογενειών
αρχιτεκτονικών υπό περιορισµένη χωρική ανάλυση.

΄Ενα κρίσιµο χαρακτηριστικό της εργασίας είναι η αξιολόγηση του συστήµατος στο κλινι-
κό σύνολο δεδοµένων Pancreas-CT [8] υπό αυστηρούς περιορισµούς υλικού, προσοµοιώνο-
ντας ένα ϱεαλιστικό σενάριο περιορισµένων υπολογιστικών πόρων. Μέσα από τη µείωση της
χωρικής ανάλυσης σε 64×64×64 και την εφαρµογή συσσώρευσης κλίσης (gradient accumu-
lation), µελετάται η ικανότητα του συστήµατος να επιτυγχάνει υψηλή ακρίβεια κατάτµησης
χρησιµοποιώντας µόλις 12 σχολιασµένες τοµογραφίες.

1.2 Οργάνωση του τόµου

Η εργασία αυτή είναι οργανωµένη σε επτά κεφάλαια :

• Στο Κεφάλαιο 2 δίνεται το ϑεωρητικό υπόβαθρο και η µαθηµατική ϑεµελίωση των
ϐασικών τεχνολογιών που σχετίζονται µε τη διπλωµατική. Αναλύεται η µαθηµατική
διατύπωση των CNNs, των Transformers, των µοντέλων SSMs (Mamba), καθώς και
η διατύπωση των συναρτήσεων απώλειας του πλαισίου DyCON και η περιγραφή της
µετα-επεξεργασίας LCC.

• Στο Κεφάλαιο 3 παρατίθεται η ϐιβλιογραφική ανασκόπηση των σχετικών εργασιών,
αποτυπώνοντας την εξέλιξη των αρχιτεκτονικών και των µεθόδων ηµι-επιβλεπόµενης
µάθησης.

• Στο Κεφάλαιο 4 περιγράφονται αναλυτικά τα δηµογραφικά και τεχνικά χαρακτηριστι-
κά του συνόλου δεδοµένων Pancreas-CT, ο διαχωρισµός των δεδοµένων εκπαίδευσης,
καθώς και οι στρατηγικές ϐελτιστοποίησης µνήµης που εφαρµόστηκαν για την απο-
ϕυγή σφαλµάτων OOM.

• Στο Κεφάλαιο 5 παρατίθενται οι λεπτοµέρειες υλοποίησης του συστήµατος, περι-
γράφοντας τα προγραµµατιστικά εργαλεία, τις ϐιβλιοθήκες, τη ϱοή εκπαίδευσης και
τη δοµή του κώδικα.

• Στο Κεφάλαιο 6 παρουσιάζεται η ποσοτική αξιολόγηση του συστήµατος µε ϐάση τις
µετρικές Dice, HD95 και ASD, συνοδευόµενη από εκτενή σχολιασµό για τη συµβολή
κάθε συνιστώσας.

• Τέλος, στο Κεφάλαιο 7 αποτιµώνται τα τελικά συµπεράσµατα της διπλωµατικής ερ-
γασίας και προτείνονται συγκεκριµένες κατευθύνσεις για µελλοντικές ερευνητικές ε-
πεκτάσεις του συστήµατος.
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Κεφάλαιο 2

Θεωρητικό Υπόβαθρο και Μαθηµατική Θεµελίω-

ση

Στο κεφάλαιο αυτό παρουσιάζονται οι ϐασικές ϑεωρητικές αρχές που είναι απαραίτητες
για την κατανόηση της διπλωµατικής εργασίας. Αρχικά, αναλύεται η έννοια της κα-

τάτµησης ιατρικής εικόνας και οι τρόποι ιατρικής απεικόνισης. Στη συνέχεια, παρατίθενται
οι ϐασικές προκλήσεις του πεδίου και η εις ϐάθος µαθηµατική ϑεµελίωση των αρχιτεκτο-
νικών ϐαθιάς µάθησης που χρησιµοποιούνται : από τα παραδοσιακά συνελικτικά δίκτυα
και τους Vision Transformers, µέχρι τα Μοντέλα Χώρου Καταστάσεων (SSMs), το ιεραρχι-
κό µοντέλο SwinUMamba µε τη µετα-επεξεργασία LCC, και το ηµι-επιβλεπόµενο πλαίσιο
DyCON.

2.1 Κατάτµηση Ιατρικής Εικόνας

Η κατάτµηση ιατρικής εικόνας (medical image segmentation) αποτελεί µια κοµβική
τεχνική στον τοµέα της ιατρικής απεικόνισης, η οποία περιλαµβάνει τη διαδικασία διαχω-
ϱισµού των ιατρικών εικόνων σε νοηµατοδοτηµένες και διακριτές περιοχές. Η οριοθέτηση
αυτών των συγκεκριµένων περιοχών επιτρέπει στους επαγγελµατίες υγείας να επιτύχουν α-
κριβή ανάλυση ανατοµικών δοµών και παθολογικών ευρηµάτων, γεγονός απαραίτητο για
την αποτελεσµατική διάγνωση, τον σχεδιασµό ϑεραπείας και την παρακολούθηση εξέλιξης
νόσων.

2.1.1 Τρόποι Ιατρικής Απεικόνισης

Τα σύγχρονα συστήµατα ιατρικής απεικόνισης παράγουν δεδοµένα σε ποικιλία µορφών,
καθεµία µε διαφορετικές ϕυσικές αρχές και κλινική αξία :

• Αξονική Τοµογραφία (CT): Χρησιµοποιεί ακτινοβολία Χ από πολλαπλές γωνίες για
να κατασκευάσει τρισδιάστατες εικόνες. Αποδίδει εξαιρετική αντίθεση για οστά και
ασβεστοποιηµένες δοµές, ενώ αποτελεί τη ϐασική µέθοδο για απεικόνιση εσωτερικών
οργάνων στο ϑώρακα και την κοιλία.

• Μαγνητική Τοµογραφία (MRI): Βασίζεται στον πυρηνικό µαγνητικό συντονισµό. Προ-
σφέρει ανώτερη ανάλυση µαλακών ιστών συγκριτικά µε την CT και αποτελεί τη µέθοδο
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εκλογής για νευροαπεικόνιση, ογκολογία και µυοσκελετική απεικόνιση. Η πολυπαρα-
µετρική ϕύση του MRI (λόγω διαφορετικών αλληλουχιών T1, T2, FLAIR, DWI) ενισχύει
την κλινική πληροφορία αλλά αυξάνει την πολυπλοκότητα της ανάλυσης.

• Υπερηχογράφηµα (Ultrasound): Χρησιµοποιεί υπερηχητικά κύµατα για απεικόνιση
σε πραγµατικό χρόνο. Χαρακτηρίζεται από υψηλό επίπεδο ϑορύβου (speckle noise)
και τεχνηµάτων, γεγονός που καθιστά την αυτόµατη κατάτµηση ιδιαίτερα απαιτητική.

• Τοµογραφία Εκποµπής Ποζιτρονίων (PET): Μετρά τη µεταβολική δραστηριότητα
των ιστών και συνδυάζεται συχνά µε CT ή MRI (PET/CT, PET/MRI) για ταυτόχρονη
ανατοµική και λειτουργική απεικόνιση.

2.1.2 Ιστορική Εξέλιξη

Ιστορικά, η κατάτµηση ιατρικής εικόνας πέρασε από τρεις εποχές. Στη χειρωνακτική
εποχή, ιατροί και ακτινολόγοι σχεδίαζαν µόνοι τους τα όρια των δοµών ενδιαφέροντος, µια
διαδικασία εξαιρετικά χρονοβόρα και ανθρωποκεντρική. Στην ηµι-αυτόµατη εποχή, εµφα-
νίστηκαν αλγόριθµοι ϐασισµένοι σε κατωφλίωση, ενεργά περιγράµµατα (active contours),
υδροχύτη (watershed) και ταξινόµηση k-means, που µείωσαν τον ανθρώπινο ϕόρτο αλλά
απαιτούσαν χειροκίνητη ϱύθµιση παραµέτρων. Η εποχή της ϐαθιάς µάθησης, που ξεκίνησε
ουσιαστικά µε το U-Net [9] το 2015, επέτρεψε την πλήρη αυτοµατοποίηση της κατάτµησης
σε κλινική κλίµακα, µε αποτελέσµατα που συχνά εξισώνονται ή ξεπερνούν την ανθρώπινη
επίδοση [1].

2.2 Προκλήσεις στην Κατάτµηση Ιατρικής Εικόνας

Η εφαρµογή αλγορίθµων ϐαθιάς µάθησης (deep learning algorithms) παρουσιάζει µο-
ναδικές προκλήσεις, οι οποίες κατηγοριοποιούνται σε δύο οµάδες : προκλήσεις συνόλου
δεδοµένων και προκλήσεις µοντέλων [2].

2.2.1 Προκλήσεις Σχετιζόµενες µε το Σύνολο ∆εδοµένων

Περιορισµένη ∆ιαθεσιµότητα και Αραιοί Σχολιασµοί

Παρά τη συσσώρευση δεδοµένων στα συστήµατα PACS (Picture Archiving and Commu-
nication Systems), οι ιατρικές εικόνες συνοδεύονται κυρίως από µη δοµηµένες αναφορές
ελεύθερου κειµένου. Τα µοντέλα ϐαθιάς µάθησης απαιτούν µεγάλους όγκους λεπτοµερώς
σχολιασµένων δεδοµένων (annotated data), κάτι εξαιρετικά δαπανηρό και χρονοβόρο, καθώς
ο σχολιασµός απαιτεί εξειδικευµένη ιατρική γνώση. Στην κλινική πράξη, πραγµατοποιείται
συχνά αραιός σχολιασµός (sparse annotation) σε επιλεγµένες µόνο τοµές ενός τρισδιάστα-
του ογκοµετρικού δεδοµένου. Για την ελάφρυνση αυτού του ϐάρους, επιστρατεύονται τεχνι-
κές επαύξησης (augmentation) και πλαίσια ηµι-επιβλεπόµενης µάθησης (semi-supervised
learning).
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2.2.2 Προκλήσεις Σχετιζόµενες µε τα Μοντέλα Βαθιάς Μάθησης

Θόρυβος Ετικετών και Ασυµµετρία Κλάσεων

Οι αποκλίσεις στις ερµηνείες διαφορετικών ακτινολόγων εισάγουν ϑόρυβο στις ετικέτες
(label noise). Η ενδο-παρατηρητική και δια-παρατηρητική µεταβλητότητα (intra- and inter-
observer variability) είναι ιδιαίτερα εµφανής σε µαλακούς ιστούς µε ασαφή όρια, όπως
ο εγκέφαλος ή το πάγκρεας. Παράλληλα, τα δεδοµένα υποφέρουν από έντονη ασυµµε-
τρία κλάσεων (class imbalance), όπου ο παθολογικός ιστός (π.χ. ένας µικρός όγκος) υπο-
εκπροσωπείται δραµατικά έναντι του υγιούς ϕόντου. ΄Ενα µοντέλο µπορεί να εγκλωβιστεί σε
τοπικά ελάχιστα (local minima) προβλέποντας διαρκώς την πλειοψηφική κλάση, ελαχιστο-
ποιώντας έτσι την απώλεια διασταυρούµενης εντροπίας αλλά αποτυγχάνοντας στην κλινικά
κρίσιµη κλάση.

Ανοµοιογένειες ΄Εντασης και Ασαφή ΄Ορια

Τα ιατρικά δεδοµένα παρουσιάζουν συχνά τεχνήµατα (artifacts) και ανοµοιογένειες έντα-
σης λόγω κίνησης ασθενούς, µαγνητικής παρεµβολής ή αναπνευστικής κίνησης. ΄Οργανα
όπως το πάγκρεας διαθέτουν εξαιρετικά ασαφή όρια (weak boundaries) και παρόµοια ε-
πίπεδα γκρι µε τους γειτονικούς ιστούς, καθιστώντας τον διαχωρισµό τους ένα από τα πλέον
δύσκολα προβλήµατα υπολογιστικής όρασης στον τοµέα.

2.2.2 Προκλήσεις Σχετιζόµενες µε τα Μοντέλα Βαθιάς Μάθησης

Οι κύριες προκλήσεις στο επίπεδο των µοντέλων αφορούν:

• Υπερεκπαίδευση (Overfitting): Λόγω µικρών συνόλων δεδοµένων, τα δίκτυα τείνουν
να αποµνηµονεύουν τα δείγµατα εκπαίδευσης αντί να γενικεύουν. Η χρήση Dropout,
Batch Normalization και τεχνικών επαύξησης αποτελεί την κύρια αντιµέτρωση.

• Περιορισµοί Μνήµης Γραφικών (VRAM Out-of-Memory): Κατά την επεξεργασία
πλήρους ογκοµετρικού 3D CT/MRI, ο όγκος των δεδοµένων υπερβαίνει συχνά τη δια-
ϑέσιµη µνήµη GPU. Η λύση εκπαίδευσης σε τµήµατα (patches) εισάγει νέο πρόβληµα:
το δίκτυο «ϐλέπει» µόνο τοπικό τµήµα του ογκοµετρικού χώρου, χάνοντας παγκόσµια
ανατοµική πληροφορία.

• Εξαφάνιση Κλίσης (Vanishing Gradient): Σε πολύ ϐαθιά δίκτυα, η κλίση που οπι-
σθοδιαδίδεται γίνεται εκθετικά µικρή, εµποδίζοντας την αποτελεσµατική εκπαίδευση
των αρχικών επιπέδων. Η εισαγωγή υπολειπόµενων συνδέσεων (residual connections)
από το ResNet [10] αποτελεί την κλασική λύση.

2.3 Μοντέλα Βασισµένα σε Συνελικτικά Νευρωνικά ∆ίκτυα

Τα Συνελικτικά Νευρωνικά ∆ίκτυα (Convolutional Neural Networks — CNNs) συγκα-
ταλέγονται στις πιο ισχυρές και ευρέως διαδεδοµένες αρχιτεκτονικές στον χώρο της ϐαθιάς
µάθησης, µε ιδιαίτερη επιτυχία στις εφαρµογές υπολογιστικής όρασης. Η ϑεµελιώδης ιδέα
των CNNs εισήχθη από τον Kunihiko Fukushima [11], εµπνευσµένη από την ιεραρχική δο-
µή των πεδίων αποδοχής του οπτικού ϕλοιού, όπως περιγράφηκε από τους Hubel και Wiesel
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[12]. Σηµαντικό ορόσηµο αποτέλεσαν οι Waibel et al. [13] µε την εφαρµογή κοινών ϐαρών
(shared weights) και οπισθοδιάδοσης (backpropagation), ενώ ο Yann LeCun [14] ανέπτυξε
εξειδικευµένη αρχιτεκτονική CNN για αναγνώριση εγγράφων.

2.3.1 Η Πράξη Συνέλιξης

Η ϐασική λειτουργία ενός CNN ϐασίζεται στη συνέλιξη (convolution). Στον τρισδιάστατο
(3D) χώρο ιατρικών δεδοµένων, η συνέλιξη ενός τανυστή εισόδου I µε ένα µαθητεύσιµο ϕίλτρο
(πυρήνα) K διαστάσεων DK × HK ×WK εκφράζεται µαθηµατικά ως:

S(x, y, z) = (I ∗ K)(x, y, z) =
∑

i

∑
j

∑
k

I(x − i, y − j, z − k) K(i, j, k)

∆ύο ϑεµελιώδεις ιδιότητες της πράξης καθιστούν τα CNNs ιδιαίτερα κατάλληλα για ανάλυ-
ση εικόνας : (α) η ισοδυναµία µετατόπισης (translation equivariance), που σηµαίνει ότι
η ανίχνευση ενός χαρακτηριστικού δεν εξαρτάται από τη ϑέση του στην εικόνα, και (ϐ) η
κοινή χρήση ϐαρών (weight sharing), που µειώνει δραµατικά τον αριθµό παραµέτρων σε
σύγκριση µε τα πλήρως συνδεδεµένα δίκτυα.

2.3.2 ∆οµικά Επίπεδα CNN

Μια τυπική αρχιτεκτονική CNN αποτελείται από τρεις κύριους τύπους επιπέδων:

1. Συνελικτικά Επίπεδα (Convolutional Layers): Χρησιµοποιούν εκπαιδεύσιµους πυ-
ϱήνες που ολισθαίνουν πάνω στα δεδοµένα εισόδου για την εξαγωγή χαρακτηριστικών,
όπως ακµές, υφές και µοτίβα.

2. Επίπεδα Κανονικοποίησης ∆έσµης (Batch Normalization) [15]: Κανονικοποιούν
τους χάρτες χαρακτηριστικών ανά µίνι-δέσµη, σταθεροποιώντας τη διαδικασία εκπα-
ίδευσης. Για ένα χαρακτηριστικό x (k), η κανονικοποίηση ορίζεται ως :

x̂ (k) =
x (k) − E[x (k)]√
Var[x (k)] + ϸ

, y(k) = γ(k)x̂ (k) + �(k)

όπου γ, � είναι µαθητεύσιµες παράµετροι κλιµάκωσης και µετατόπισης. Η Κανονικο-
ποίηση ∆έσµης επιτρέπει υψηλότερους ϱυθµούς µάθησης και µειώνει σηµαντικά το
πρόβληµα της εξαφάνισης/έκρηξης της κλίσης.

3. Επίπεδα Ενεργοποίησης (Activation Layers): Εφαρµόζουν µη-γραµµικές συναρ-
τήσεις (π.χ. ReLU: f (x) = max(0, x), ή LeakyReLU: f (x) = max(αx, x) για µικρό α > 0)
ανά στοιχείο, επιτρέποντας στο δίκτυο να µοντελοποιεί πολύπλοκες µη-γραµµικές
σχέσεις.

4. Επίπεδα Συγκέντρωσης (Pooling Layers): Συµπυκνώνουν την πληροφορία από µι-
κρές περιοχές των χαρτών χαρακτηριστικών (π.χ. µέσω max pooling ή average pool-
ing), µειώνοντας τις χωρικές διαστάσεις και επιτυγχάνοντας µερική αναλλοίωτη µετα-
τόπισης (translation invariance).
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5. Επίπεδα Dropout: Κατά την εκπαίδευση, απενεργοποιούν τυχαία νευρώνες µε πιθα-
νότητα p. Αυτό λειτουργεί ως τεχνική κανονικοποίησης που αποτρέπει την υπερεκ-
παίδευση, εξαναγκάζοντας το δίκτυο να µαθαίνει πλεονάζουσες (redundant) αναπαρα-
στάσεις.

2.3.3 Εξέλιξη Αρχιτεκτονικών και Υπολειπόµενα ∆ίκτυα

Αξιοσηµείωτα ορόσηµα αποτελούν το AlexNet [16] που ανανέωσε το ενδιαφέρον για ϐα-
ϑιά µάθηση, το VGGNet [17] µε τα µικρά ϕίλτρα 3 × 3, και το GoogLeNet/Inception µε
τις παράλληλες συνελίξεις. Η πιο επαναστατική συνεισφορά ήλθε µε το ResNet [10], που
εισήγαγε τις υπολειπόµενες συνδέσεις (residual connections):

y = F (x, {Wi}) + x

Η σύνδεση ταυτότητας x παρακάµπτει ένα ή περισσότερα επίπεδα, επιτρέποντας στην
κλίση να ϱέει απευθείας σε ϐαθύτερα στρώµατα και λύνοντας έτσι πρακτικά το πρόβληµα
εξαφάνισης της κλίσης. ΄Ενα τυπικό υπολειπόµενο µπλοκ αποτελείται από δύο συνελικτικά
επίπεδα, δύο Batch Normalization και δύο ReLU, ενώ η σύνδεση ταυτότητας συχνά περι-
λαµβάνει γραµµική προβολή Wsx όταν οι διαστάσεις δεν ταιριάζουν.

Σχήµα 2.1: Τυπική αρχιτεκτονική ενός Συνελικτικού Νευρωνικού ∆ικτύου (CNN).

Παρά την τεράστια επιτυχία τους, τα CNNs περιορίζονται από το τοπικό τους πεδίο απο-
δοχής (receptive field). Για να «δει» ένα CNN ολόκληρη την εικόνα και να µοντελοποιήσει
µακροπρόθεσµες εξαρτήσεις, απαιτείται τεράστιο ϐάθος δικτύου ή χρήση διευρυµένων συνε-
λίξεων (dilated/atrous convolutions), που αυξάνουν τεχνητά το πεδίο αποδοχής εισάγοντας
κενά στον πυρήνα.

2.3.4 Η Αρχιτεκτονική U-Net

Εξέλιξη και Κίνητρο

Πριν αναλυθεί η αρχιτεκτονική U-Net, είναι σηµαντικό να κατανοηθεί η εξέλιξή της. Η
πορεία ξεκίνησε µε τον διαγωνισµό κατάτµησης ηλεκτρονικής µικροσκοπίας (EM) το 2012,
όπου οι Cireşan et al. [18] ξεπέρασαν τις υπάρχουσες µεθόδους χρησιµοποιώντας CNNs
µε τεχνική εξαγωγής τµηµάτων (image patching). Αν και η µέθοδος αύξησε τα δείγµατα,
εισήγαγε τεράστιο υπολογιστικό ϕόρτο λόγω επικάλυψης του συρόµενου παραθύρου (sliding
window).
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Το 2015, οι Ronneberger et al. [9] παρουσίασαν την αρχιτεκτονική U-Net, ϐασισµένη στο
πλαίσιο των πλήρως συνελικτικών δικτύων (FCN) των Long et al. [19]. Το U-Net καθιέρωσε
το πρότυπο στην ιατρική κατάτµηση µέσω µιας συµµετρικής δοµής σχήµατος «Υ».

Μαθηµατική ∆οµή

Το U-Net αποτελείται από:

(α) Κωδικοποιητής (Encoder / Contracting Path): Εφαρµόζει διαδοχικά µπλοκ από
δύο 3×3 συνελίξεις, Batch Normalization, ReLU και 2×2 Max Pooling µε ϐήµα 2. Σε κάθε
ϐήµα οι χωρικές διαστάσεις υποδιπλασιάζονται και ο αριθµός καναλιών διπλασιάζεται (από
64 στο πρώτο επίπεδο).

(ϐ) Αποκωδικοποιητής (Decoder / Expansive Path): Χρησιµοποιεί αντίστοιχα µπλοκ
ανάδιπλωσης (up-convolution) 2 × 2 ή bilinear upsampling ακολουθούµενα από 3 × 3 συ-
νελίξεις.

(γ) Συνδέσεις Παράκαµψης (Skip Connections): Αποτελούν τη σηµαντικότερη καινο-
τοµία. Ενώνουν τα επίπεδα εξαγωγής χαρακτηριστικών του κωδικοποιητή µε τα αντίστοιχα
επίπεδα ανακατασκευής του αποκωδικοποιητή, συνενώνοντας (concatenating) τη χωρική
πληροφορία υψηλής ανάλυσης. Μαθηµατικά, το χαρακτηριστικό F στο επίπεδο l του απο-
κωδικοποιητή υπολογίζεται ως :

F (l)
decoder = Conv

(
F (l)

up ⊕ F (l)
encoder

)
όπου ⊕ συµβολίζει τη συνένωση κατά τη διάσταση των καναλιών (channel-wise concatena-
tion).

Στρατηγική Εκπαίδευσης και Συναρτήσεις Απώλειας

Στο αρχικό U-Net, η εκπαίδευση ϐασίστηκε σε εντατική επαύξηση δεδοµένων µέσω ελα-
στικών παραµορφώσεων (elastic deformations), ειδικά σχεδιασµένων για ιατρικές εικόνες. Η
τυπική συνάρτηση απώλειας για κατάτµηση είναι η σταθµισµένη διασταυρούµενη εντροπία
(weighted cross-entropy), ενώ στην κλινική πράξη χρησιµοποιείται συχνά ο συνδυασµός :

Ltotal = LCE +LDice

Η σταθµισµένη διασταυρούµενη εντροπία ορίζεται ως :

LCE = −
∑

i

w(xi) gi log pi

όπου w(xi) είναι ϐάρος σχεδιασµένο να δίνει µεγαλύτερη έµφαση στα όρια µεταξύ επαφόµε-
νων κυττάρων (touching cells) ή παθολογικών δοµών. Ο συνδυασµός CE+Dice είναι ιδιαίτερα
αποτελεσµατικός σε δεδοµένα µε ασυµµετρία κλάσεων, καθώς η Dice απώλεια εξισορροπεί
ϕυσικά τις κλάσεις.
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2.3.5 Το Μοντέλο 3D U-Net

Σχήµα 2.2: Η συµµετρική αρχιτεκτονική U-Net µε τις χαρακτηριστικές συνδέσεις παράκαµψης.

2.3.5 Το Μοντέλο 3D U-Net

Για την ενίσχυση της αρχιτεκτονικής U-Net µε πλουσιότερη τρισδιάστατη χωρική πληρο-
ϕορία, οι Çiçek et al. πρότειναν το µοντέλο 3D U-Net [4]. Αυτό το µοντέλο παράγει πυκνές
ογκοµετρικές κατατµήσεις από έναν περιορισµένο αριθµό δισδιάστατων σχολιασµένων τοµών,
αντικαθιστώντας όλες τις 2D λειτουργίες (συνελίξεις, pooling, κανονικοποίηση) µε αντίστοι-
χες 3D. Πιο συγκεκριµένα, τα µπλοκ κωδικοποιητή αποτελούνται από 3 × 3 × 3 συνελίξεις,
ενώ το max pooling γίνεται πλέον 2 × 2 × 2.

Στρατηγικά, το 3D U-Net λειτουργεί σε δύο ϕάσεις : αρχικά, εκπαιδεύεται σε αραιά σχο-
λιασµένες τοµές, παράγοντας ψευδο-ετικέτες για το σύνολο του ογκοµετρικού δεδοµένου.
Στη συνέχεια, εκπαιδεύεται εκ νέου στις πυκνές κατατµήσεις που παρήχθησαν. Σε µεταγε-
νέστερες µελέτες, το 3D U-Net προσαρµόστηκε για διάφορες κλινικές εφαρµογές, ενώ οι Zeng
et al. [20] διερεύνησαν την εφαρµογή πολυεπίπεδης ϐαθιάς επίβλεψης (multi-level deep su-
pervision): προσθέτοντας µπλοκ αποσυνέλιξης (deconvolution) στα ενδιάµεσα επίπεδα, το
µοντέλο παρήγαγε πολλαπλές εξόδους κατάτµησης, ενισχύοντας τη ϱοή της κλίσης (gradient
flow).

΄Ενας αξιοσηµείωτος περιορισµός του 3D U-Net είναι οι αυστηροί περιορισµοί στη µνήµη
γραφικών (VRAM). Ο όγκος εισόδου δεν µπορεί να αυξηθεί αυθαίρετα, µε αποτέλεσµα τη
χρήση µικρότερων τµηµάτων (patches), γεγονός που µπορεί να στερήσει από το δίκτυο τη
δυνατότητα να συλλάβει πλήρως τις ευρύτερες ανατοµικές δοµές µιας ολόκληρης τοµογρα-
ϕίας.

2.4 Vision Transformers και Μηχανισµοί Προσοχής

Για την αντιµετώπιση του περιορισµένου πεδίου αποδοχής των παραδοσιακών συνελικτι-
κών δικτύων, τα Vision Transformers (ViTs) [21] εισήγαγαν τον µηχανισµό αυτο-προσοχής
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Σχήµα 2.3: Η ογκοµετρική αρχιτεκτονική 3D U-Net.

(Self-Attention) στην ανάλυση εικόνας. Στην αρχιτεκτονική ViT, η εικόνα εισόδου διαιρείται
σε ένα πλέγµα από µη-επικαλυπτόµενα τµήµατα (patches) σταθερού µεγέθους (π.χ. 16×16).
Τα τµήµατα επιπεδοποιούνται, περνούν από γραµµική προβολή και, εµπλουτισµένα µε κω-
δικοποιήσεις ϑέσης (positional embeddings), τροφοδοτούνται σε έναν Transformer Encoder.

Ο Encoder αποτελείται από επίπεδα Κανονικοποίησης (Layer Normalization), Πολυ-
Κεφαλικής Αυτο-Προσοχής (Multi-Head Self-Attention — MSA) και Πολυστρωµατικών Per-
ceptrons (MLP). Ο µηχανισµός MSA προβάλλει γραµµικά την ακολουθία εισόδου X ∈ RN×d

σε τρεις πίνακες — Ερωτήµατα (Q = XWQ), Κλειδιά (K = XWK ) και Τιµές (V = XWV ) — και ο
υπολογισµός της προσοχής είναι :

Attention(Q, K, V ) = softmax
(
QK⊤
√

dk

)
V

Ο πίνακας QK⊤ υπολογίζει την οµοιότητα όλων των Ϲευγών τµηµάτων, επιτρέποντας στο
µοντέλο να αποτυπώσει παγκόσµιες εξαρτήσεις ανεξαρτήτως χωρικής απόστασης. Ωστόσο, η
υπολογιστική πολυπλοκότητα O(N2) ως προς τον αριθµό τµηµάτων N καθιστά την εφαρµογή
των ViTs σε 3D ογκοµετρικές εικόνες υψηλής ανάλυσης σχεδόν απαγορευτική.

2.4.1 Swin Transformer: Ιεραρχικά Παράθυρα

Για να γεφυρωθεί το χάσµα µεταξύ ViTs και CNNs, οι Liu et al. [22] παρουσίασαν τον
Swin Transformer: µια ιεραρχική αρχιτεκτονική που διατηρεί την παγκόσµια µοντελοπο-
ίηση του µηχανισµού προσοχής, µειώνοντας παράλληλα την πολυπλοκότητα σε γραµµική
O(N) ως προς τον αριθµό των εικονοστοιχείων N .

Τµηµατοποίηση και Ιεραρχία Χαρακτηριστικών

Ο Swin Transformer ξεκινά µε µια ενότητα ενσωµάτωσης τµηµάτων (Patch Partition

+ Linear Embedding): η εικόνα H ×W ×3 χωρίζεται σε µη-επικαλυπτόµενα τµήµατα 4×4,
τα οποία προβάλλονται σε C διαστάσεις. Η αρχιτεκτονική διαθέτει τέσσερα ιεραρχικά στάδια :

• Στάδιο 1: χαρτογράφηση H
4 ×

W
4 × C
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• Στάδιο 2: Συγχώνευση Τµηµάτων (Patch Merging)→ H
8 ×

W
8 × 2C

• Στάδιο 3: H
16 ×

W
16 × 4C

• Στάδιο 4: H
32 ×

W
32 × 8C

Κάθε Patch Merging συνενώνει 2 × 2 γειτονικά τµήµατα, εφαρµόζει γραµµική προβολή
και µειώνει τις χωρικές διαστάσεις κατά 2×, ενώ διπλασιάζει τα κανάλια. Αυτή η ιεραρχία
χαρακτηριστικών είναι πολύτιµη για την κατάτµηση ιατρικής εικόνας, καθώς επιτρέπει τη
σύλληψη τόσο λεπτοµερών τοπικών πληροφοριών (πρώτα στάδια) όσο και ευρύτερων ανατο-
µικών σχέσεων (τελευταία στάδια).

Αυτο-Προσοχή Παραθύρου (W-MSA) και Μετατοπισµένου Παραθύρου (SW-MSA)

Η ϐασική καινοτοµία του Swin Transformer είναι ο περιορισµός του υπολογισµού προ-
σοχής εντός µη-επικαλυπτόµενων τοπικών παραθύρων (windows) σταθερού µεγέθους M×M .
Κάθε παράθυρο περιέχει M2 τµήµατα, και η προσοχή υπολογίζεται ανεξάρτητα εντός κάθε
παραθύρου:

W-MSA complexity = 4hwC2 + 2M2hwC =⇒ O(NM2)

αντί για O(N2) του κλασικού ViT (όπου N = hw). Για M ≪
√

N , η µείωση πολυπλοκότητας
είναι δραστική.

Ωστόσο, ο υπολογισµός εντός ανεξάρτητων παραθύρων αποτρέπει τη ϱοή πληροφορίας
µεταξύ διαφορετικών περιοχών. Για τη δηµιουργία διασυνδέσεων παραθύρων, χρησιµοποιε-
ίται εναλλακτικά η Αυτο-Προσοχή Μετατοπισµένου Παραθύρου (SW-MSA): τα παράθυ-
ϱα µετατοπίζονται κατά ⌊M/2⌋ ϑέσεις σε κάθε άξονα, δηµιουργώντας νέα παράθυρα που
καλύπτουν τα όρια των παλιών. Αποτελεσµατικά, ένα Ϲεύγος διαδοχικών µπλοκ (W-MSA →
SW-MSA) επιτρέπει διασυνδέσεις παραθύρων µε ελάχιστο υπολογιστικό κόστος. Η εναλλαγή
αυτή συνοψίζεται στις εξισώσεις ενός Ϲεύγους Swin blocks:

ẑl = W-MSA(LN(zl−1)) + zl−1

zl = MLP(LN(ẑl)) + ẑl

ẑl+1 = SW-MSA(LN(zl)) + zl

zl+1 = MLP(LN(ẑl+1)) + ẑl+1

Τέλος, ο τύπος της προσοχής τροποποιείται ώστε να περιλαµβάνει σχετική κωδικοπο-

ίηση ϑέσης (Relative Position Bias) B:

Attention(Q, K, V ) = softmax
(
QK⊤
√

dk
+ B

)
V

Τα ϐάρη B παραµετροποιούνται από έναν πίνακα B̂ και µαθαίνονται κατά την εκπαίδευση,
παρέχοντας πλουσιότερη χωρική πληροφορία σε σύγκριση µε τις απόλυτες κωδικοποιήσεις
ϑέσης του κλασικού ViT.
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2.5 State Space Models (SSMs) και η Αρχιτεκτονική Mamba

Τα State Space Models γεφυρώνουν το χάσµα µεταξύ της καθολικής προσοχής και της
υπολογιστικής αποδοτικότητας, προσφέροντας επιδόσεις αντίστοιχες των Transformers αλλά
µε τη γραµµική κλιµάκωση των RNNs.

2.5.1 Θεµελίωση και ∆ιακριτοποίηση

΄Ενα συνεχές SSM απεικονίζει µια µονοδιάστατη ακολουθία εισόδου x(t) σε µια έξοδο
y(t) µέσω µιας κρυφής κατάστασης (µνήµης) h(t) ∈ RN :

h′(t) = Ah(t) + Bx(t)

y(t) = Ch(t) + Dx(t)

Ο πίνακας A ∈ RN×N είναι ο πίνακας κατάστασης (state matrix), καθοριστικός για τη
µοντελοποίηση µακροχρόνιων εξαρτήσεων. Ο πίνακας B ∈ RN×1 ελέγχει πώς η είσοδος
επηρεάζει την κατάσταση, ο C ∈ R1×N πώς η κατάσταση παράγει έξοδο, και ο D τον άµεσο
δρόµο (skip connection) από είσοδο σε έξοδο.

Για να εφαρµοστεί σε διακριτά δεδοµένα (ακολουθίες πεπερασµένου ϐήµατος), το σύστη-
µα διακριτοποιείται χρησιµοποιώντας τον κανόνα Συγκράτησης Μηδενικής Τάξης (Zero-
Order Hold — ZOH) µε ϐήµα δειγµατοληψίας ∆:

—A = exp(∆A), —B = (∆A)−1(exp(∆A) − I
)
· ∆B

Η αναδροµική εξίσωση:

hk =—A hk−1 +—B xk , yk = C hk + D xk

εξασφαλίζει γραµµική πολυπλοκότητα O(L) ως προς το µήκος ακολουθίας L.

2.5.2 Το Μοντέλο S4 — ∆οµηµένα SSMs

Για να επιτευχθεί αποτελεσµατική µοντελοποίηση µακροχρόνιων εξαρτήσεων, οι Gu et
al. [23] ανέπτυξαν το S4 (Structured State Space Sequence model). Το S4 ϐασίζεται σε
δύο κύριες συνεισφορές :

(α) Αρχικοποίηση HiPPO: Ο πίνακας A αρχικοποιείται ϐάσει του πλαισίου HiPPO
(High-order Polynomial Projection Operators) [24], που ϐελτιστοποιεί το SSM για συµπίεση
συνεχών σηµάτων σε πολυώνυµη ϐάση Legendre. Συγκεκριµένα, ο πίνακας HiPPO-LegS
ορίζεται ως :

Ank = −


(2n + 1)1/2(2k + 1)1/2 αν n > k

n + 1 αν n = k

0 αν n < k

Αυτή η δοµή εγγυάται ότι το σύστηµα «ϑυµάται» ϐέλτιστα το παρελθόν αναπαριστώντας το ως
άθροισµα πολυωνύµων, ξεπερνώντας το πρόβληµα ϐραχύβιας µνήµης των RNNs.
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(ϐ) ∆οµηµένη Παραµετροποίηση (NPLR/DPLR): Ο πίνακας A εκφράζεται ως άθροισµα
κανονικού και χαµηλής τάξης (Normal Plus Low-Rank) πίνακα:

A = VΛV∗ − PQ⊤

Αυτή η δοµή επιτρέπει τον υπολογισµό του πυρήνα συνέλιξης K̄ = (CB̄, CĀB̄, CĀ2B̄, . . .)
αποτελεσµατικά µέσω ταχείας µετασχηµατισµού Fourier, µε πολυπλοκότητα O(L log L) κατά
την εκπαίδευση και O(1) ανά ϐήµα κατά την αναφορά (inference). Με αυτόν τον τρόπο, το
S4 υπολογίζει επαρκώς µακροχρόνιες εξαρτήσεις σε ακολουθίες έως 104 ϐηµάτων, ξεπερ-
νώντας τους Transformers σε αρκετά benchmarks µακρόχρονων εξαρτήσεων, ενώ διατηρεί
γραµµική χρονική πολυπλοκότητα.

2.5.3 Ο Επιλεκτικός Μηχανισµός Mamba (S6)

Στα κλασικά SSMs (και στο S4), οι πίνακες—A,—B, C παραµένουν σταθεροί ανεξαρτήτως ει-
σόδου (Linear Time-Invariant — LTI). Αυτό σηµαίνει ότι το σύστηµα προσδίδει ίδια ϐαρύτητα
σε όλα τα στοιχεία της ακολουθίας, ανεξαρτήτως περιεχοµένου. Η αρχιτεκτονική Mamba [3]
υπερβαίνει αυτόν τον περιορισµό εισάγοντας έναν επιλεκτικό µηχανισµό σάρωσης (Se-

lective Scan — S6): οι παράµετροι B, C και ∆ γίνονται συναρτήσεις της εκάστοτε εισόδου
xk:

Bk = LinearN (xk), Ck = LinearN (xk), ∆k = Softplus(Parameter +W∆xk)

Η δυναµική παράµετρος ∆k λειτουργεί ως πύλη πληροφορίας (information gate):

• Μικρό ∆k: —A ≈ I, —B ≈ 0 → το σύστηµα διατηρεί την προηγούµενη κατάσταση αγνο-
ώντας το xk (π.χ. αδιάφορο ϕόντο εικόνας).

• Μεγάλο ∆k: το σύστηµα «ξεχνά» ταχύτατα την προηγούµενη κατάσταση και ανανεώνε-
ται από το xk (π.χ. κλινικά σηµαντική ανατοµική δοµή).

Επιπλέον, το Mamba επιτυγχάνει εξαιρετική ταχύτητα µέσω αλγορίθµου µε επίγνωση

υλικού (Hardware-Aware Algorithm): κατά τη σάρωση, ο υπολογισµός των καταστάσεων
hk εκτελείται απευθείας στη γρήγορη µνήµη SRAM της κάρτας γραφικών, αποφεύγοντας
περιττές εγγραφές και αναγνώσεις από την αργή µνήµη HBM (High Bandwidth Memory),
σε πλήρη αναλογία µε τον µηχανισµό FlashAttention [25] για τους Transformers. Αυτό
µεταφράζεται σε απόδοση εκτέλεσης έως 5× ταχύτερη και 5× µικρότερη χρήση µνήµης GPU
σε σύγκριση µε υλοποιήσεις αναφοράς [3].

΄Ενα πλήρες µπλοκ Mamba αποτελείται από: γραµµική προβολή ανόδου (linear ex-
pansion) της εισόδου σε δύο παράλληλες διαδροµές, µια σύντοµη 1D συνέλιξη (depth-wise
convolution) που αποτρέπει την ανεξάρτητη επεξεργασία κάθε στοιχείου, εφαρµογή του επι-
λεκτικού SSM στην πρώτη διαδροµή, έξοδο που ελέγχεται (gated) από τη δεύτερη διαδροµή
µέσω ενός µη-γραµµικού µηχανισµού SiLU/Swish, και τέλος γραµµική προβολή εξόδου.

Αξίζει να σηµειωθεί από νωρίς ότι τα ϑεωρητικά αυτά πλεονεκτήµατα — παγκόσµιο πεδίο
αποδοχής µε γραµµική πολυπλοκότητα — εκδηλώνονται στο έπακρο όταν το µοντέλο επεξερ-
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γάζεται αρκετά µακριές ακολουθίες, ώστε οι µακροπρόθεσµες εξαρτήσεις να υπερτερούν της
τοπικής πληροφορίας. ΄Οπως ϑα ϕανεί στο Κεφάλαιο 6, υπό αυστηρό περιορισµό χωρικής
ανάλυσης (µικρά τµήµατα 64×64×64) η ισορροπία αυτή αντιστρέφεται, και τα συνελικτικά
δίκτυα µε ισχυρό τοπικό πεδίο αποδοχής αναδεικνύονται ανταγωνιστικότερα.

2.6 Το SwinUMamba και η Μετα-επεξεργασία LCC

Επειδή ο µηχανισµός Mamba είναι εγγενώς µονοδιάστατος (σχεδιασµένος για κείµενο ή
ήχο), δεν διαθέτει χωρική αντίληψη. Το SwinUMamba [6] ενσωµατώνει τα πλεονεκτήµατα
του Mamba στα 3D ιατρικά δεδοµένα εικόνας µέσω τριών καινοτοµιών.

(α) Ιεραρχικός Κωδικοποιητής µέσω Patch Merging: ∆ανειζόµενο από τον Swin
Transformer [22], το SwinUMamba οργανώνει τα χαρακτηριστικά σε τέσσερα ιεραρχικά
στάδια. Σε κάθε στάδιο, η Patch Merging µονάδα συνενώνει 2 × 2 × 2 γειτονικά τεµαχίδια
και εφαρµόζει γραµµική προβολή για να µειώσει τις χωρικές διαστάσεις κατά 2× και να
διπλασιάσει τα κανάλια, παράγοντας ιεραρχικές αναπαραστάσεις πολλαπλών κλιµάκων.

(ϐ) Ενότητα Σταυροειδούς Σάρωσης (Cross-Scan Module — CSM): Για τη διαχείριση
της χωρικής πληροφορίας ενός 3D τανυστή, το CSM ξεδιπλώνει τον ογκοµετρικό τανυστή σε
µονοδιάστατες ακολουθίες σαρώνοντάς τον ταυτόχρονα προς έξι κατευθύνσεις (πολυκατευθυ-
ντικά) κατά µήκος των τριών αξόνων: N→S, E→W, D→U και οι αντίστροφες κατευθύνσεις.
Για κάθε κατεύθυνση d ∈ {1, . . . , 6}:

yd = SSMd(Flattend(F ))

Τα αποτελέσµατα yd συγχωνεύονται στο τέλος µε πρόσθεση ή συνένωση, διασφαλίζοντας ότι
η χωρική συνάφεια δεν χάνεται παρά την επιπεδοποίηση.

(γ) Τεχνική Largest Connected Component (LCC): Σηµειώνεται ότι, ακόµη και µε
το CSM, η επιπεδοποίηση ενός ογκοµετρικού τανυστή H × W × D σε ακολουθία µήκους
L = H ·W ·D µπορεί να διαρρήξει τη ϕυσική χωρική γειτνίαση των ογκοστοιχείων, αποτελώντας
εγγενή περιορισµό του µηχανισµού Mamba που επηρεάζει την ακρίβεια στα ανατοµικά όρια.
Ανεξάρτητα από αυτόν τον αρχιτεκτονικό περιορισµό, στην παρούσα εργασία εφαρµόζεται ως
διακριτό ϐήµα µετα-επεξεργασίας η τεχνική Largest Connected Component (LCC), η οποία
περιγράφεται στη συνέχεια.

2.6.1 Μετα-επεξεργασία Largest Connected Component (LCC)

Μετά την παραγωγή της δυαδικής πρόβλεψης από το δίκτυο, εφαρµόζεται ένα κλασικό
ϐήµα µετα-επεξεργασίας (post-processing) γνωστό ως Largest Connected Component (LCC).
Στόχος του είναι η απαλοιφή των ψευδώς-ϑετικών «νησίδων» — µικρών, αποσπασµατικών συ-
νεκτικών συνιστωσών που το µοντέλο εσφαλµένα ταξινοµεί ως πάγκρεας σε αποµακρυσµένες
περιοχές της κοιλιακής χώρας.

Η διαδικασία έχει ως εξής : η δυαδική µάσκα αναλύεται στις συνεκτικές της συνιστώσες
(connected components) στον 3D χώρο µέσω ανάλυσης γειτνίασης (26-συνεκτικότητα). Για
κάθε συνιστώσα Cc υπολογίζεται ο όγκος της |Cc | (πλήθος ογκοστοιχείων), και διατηρείται
αποκλειστικά η συνιστώσα µε τον µεγαλύτερο όγκο, η οποία αντιστοιχεί στο όργανο-στόχο:
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MLCC =

{
v : label(v) = arg max

c
|Cc |

}
΄Ολες οι υπόλοιπες συνιστώσες µηδενίζονται. Το LCC είναι αµιγώς γεωµετρικό/τοπολο-

γικό, δεν περιλαµβάνει µαθησιακές παραµέτρους και εφαρµόζεται µόνο κατά τη ϕάση της
αξιολόγησης (inference), ανεξάρτητα από την υποκείµενη αρχιτεκτονική.

Αν και απλό, το LCC έχει δυσανάλογα µεγάλη επίδραση στις µετρικές ορίων : τόσο η
απόσταση Hausdorff (HD95) όσο και η Μέση Επιφανειακή Απόσταση (ASD) κυριαρχούνται
από τα πιο αποµακρυσµένα εσφαλµένα ογκοστοιχεία. Αφαιρώντας τις ψευδώς-ϑετικές νη-
σίδες, το LCC µειώνει δραστικά αυτές τις αποστάσεις, όπως επιβεβαιώνεται στα πειραµατικά
αποτελέσµατα. Η προσέγγιση προϋποθέτει τη συνεκτικότητα του οργάνου-στόχου· για το
πάγκρεας, που αποτελεί ένα ενιαίο όργανο, η υπόθεση αυτή είναι κατά κανόνα έγκυρη.

2.7 Το Πλαίσιο Ηµι-επιβλεπόµενης Μάθησης DyCON

Το πλαίσιο DyCON [7] (εγκρίθηκε στο CVPR 2025) αντιµετωπίζει δύο ϱιζικά προβλήµατα
της ηµι-επιβλεπόµενης κατάτµησης 3D ιατρικών εικόνων: (α) την ασυµµετρία κλάσεων

µεταξύ παθολογικών και υγιών περιοχών, και (ϐ) την υψηλή αβεβαιότητα λόγω παθολογικής
µεταβλητότητας και ασαφών ορίων. Η αποτελεσµατικότητα του DyCON αποδείχθηκε µέσω
αξιολόγησης σε τέσσερα κλινικά σύνολα δεδοµένων: εγκεφαλικά εµφράγµατα (ISLES’22),
όγκους εγκεφάλου (BraTS’19), αριστερό κόλπο (LA) και πάγκρεας (Pancreas).

2.7.1 Αρχιτεκτονική ∆ασκάλου-Μαθητή (Mean Teacher)

Το DyCON ϐασίζεται στην αρχιτεκτονική Μέσου ∆ασκάλου (Mean Teacher) [26]. ∆ια-
τηρούνται δύο αντίγραφα του δικτύου: ο µαθητής (student) εκπαιδεύεται άµεσα µέσω οπι-
σθοδιάδοσης, ενώ ο δάσκαλος (teacher) εκπαιδεύεται έµµεσα µέσω του Εκθετικού Κινητού
Μέσου ΄Ορου (Exponential Moving Average — EMA) των ϐαρών του µαθητή:

θ(t)
teacher = α θ(t−1)

teacher + (1 − α) θ(t)
student

Η τιµή του συντελεστή α (συνήθως α = 0.99 ή 0.999) διασφαλίζει ότι ο δάσκαλος αποτελεί
µια «ευσταθέστερη» εκδοχή του µαθητή, παράγοντας πιο σταθερές και αξιόπιστες ψευδο-
ετικέτες (pseudo-labels).

∆ηµιουργία Ψευδο-Ετικετών: Σε κάθε επανάληψη εκπαίδευσης, µια µη-σχολιασµένη
εικόνα xj τροφοδοτείται στον δάσκαλο µέσω αδύναµης επαύξησης (weak augmentation)

(τυχαίος αντικατοπτρισµός, µικρές περιστροφές), και η έξοδος ŷj,w = arg max pw αποτελεί
ψευδο-ετικέτα. Η ίδια εικόνα τροφοδοτείται στον µαθητή µέσω ισχυρής επαύξησης (strong

augmentation) (CutMix, τυχαία αποκοπή (random erasing), ϑόρυβος), και η απόκλιση από
την ψευδο-ετικέτα αποτελεί σήµα εκπαίδευσης. Η συνολική απώλεια ορίζεται ως :

Ltotal = Lsup + λcons · LUnCL + λcontra · LFeCL

Η εποπτευόµενη απώλεια Lsup υπολογίζεται µόνο στα σχολιασµένα δεδοµένα (Dice +
CE), ενώ οι LUnCL και LFeCL εκµεταλλεύονται και τα µη-σχολιασµένα.
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2.7.2 ∆υναµική Επίγνωση Αβεβαιότητας και LUnCL

Κατά τη µάθηση συνέπειας (consistency learning), το σύστηµα τροφοδοτείται µε µια
ασθενώς επαυξηµένη (weakly augmented) και µια ισχυρά επαυξηµένη (strongly augmented)
εκδοχή της ίδιας εικόνας. Για να αποφευχθεί ο ϑόρυβος επιβεβαίωσης (confirmation bias),
το DyCON υπολογίζει την αβεβαιότητα σε επίπεδο εικονοστοιχείου i µέσω της Εντροπίας
Shannon τόσο για το δίκτυο του µαθητή (Hs) όσο και για το δίκτυο του δασκάλου (Ht ).

Η Uncertainty-aware Consistency Loss (UnCL) ενσωµατώνει άµεσα αυτή την αβεβαι-
ότητα, αντικαθιστώντας την τυπική απώλεια µε µια δυναµικά σταθµισµένη µορφή. Συγκε-
κριµένα, η απώλεια UnCL ορίζεται µαθηµατικά [7] ως εξής :

LUnCL =
1
N

N∑
i=1

[
L(pi,s, pi,t)

exp(� · Hs(pi,s)) + exp(� · Ht(pi,t))
+ �

(
Hs(pi,s) +Ht(pi,t)

)]
όπου:

• L(pi,s, pi,t) είναι µια συνάρτηση απόστασης, τυπικά το Μέσο Τετραγωνικό Σφάλµα
(MSE), που ευθυγραµµίζει τις πιθανότητες του µαθητή (pi,s) µε τις πιθανότητες του
δασκάλου (pi,t ).

• Ο παρονοµαστής exp(� · Hs) + exp(� · Ht) αντιστρέφει το ϐάρος της απώλειας : ει-
κονοστοιχεία µε υψηλή αβεβαιότητα (µεγάλη εντροπία) λαµβάνουν µικρότερο ϐάρος
ευθυγράµµισης, ενώ τα ϐέβαια εικονοστοιχεία κυριαρχούν στην απώλεια.

• Ο όρος �
(
Hs +Ht

)
λειτουργεί ως κανονικοποίηση εντροπίας (entropy regulariza-

tion), αποτρέποντας την πρόωρη σύγκλιση (premature convergence) και ενθαρρύνο-
ντας το µοντέλο να εξερευνήσει δύσκολες ανατοµικές περιοχές.

Το ιδιαίτερο χαρακτηριστικό του UnCL είναι η δυναµική υπερπαράµετρος �(t), η
οποία λειτουργεί ως συντελεστής κλιµάκωσης και µειώνεται εκθετικά µε την πάροδο των
επαναλήψεων εκπαίδευσης t:

�(t) = max
(
�min, �max · exp

(
−λ ·

t

T

))
Αυτός ο ϕθίνων δυναµικός προγραµµατισµός εξασφαλίζει ότι :

• Στα πρώιµα στάδια εκπαίδευσης (υψηλό �): Η αβεβαιότητα έχει ισχυρό αντίκτυπο.
Επιτρέπει στο µοντέλο να «εξερευνά» δύσκολες παθολογικές περιοχές χωρίς αυστηρές
ποινές σε περίπτωση διαφωνίας µαθητή-δασκάλου. Τα εικονοστοιχεία υψηλής αβεβαι-
ότητας δεν ϕιλτράρονται εξ ολοκλήρου, αλλά συνεισφέρουν ήπια στην απώλεια.

• Στα ύστερα στάδια εκπαίδευσης (χαµηλό �): Η επιρροή της αβεβαιότητας µειώνε-
ται σταδιακά, οδηγώντας το µοντέλο στην εκλέπτυνση των αποφάσεών του σε ϐέβαιες
περιοχές και διασφαλίζοντας την παγκόσµια συνέπεια ολόκληρου του ογκοµετρικού
δεδοµένου.

Η αντίθεση µε τυπικές µεθόδους, όπως το UAMT [27], είναι ουσιαστική: εκείνες απο-
κλείουν οριστικά τα εικονοστοιχεία µε υψηλή εντροπία χάνοντας πολύτιµη πληροφορία στα
όρια, ενώ το DyCON τα ενσωµατώνει δυναµικά.
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2.7.3 Focal Entropy-aware Contrastive Loss (FeCL)

Η Focal Entropy-aware Contrastive Loss (FeCL) στοχεύει στην επίλυση της ασυµµε-
τρίας κλάσεων ενσωµατώνοντας έναν εστιακό µηχανισµό στην αντιθετική απώλεια. Η ϐασική
ιδέα είναι να δοθεί µεγαλύτερη ϐαρύτητα στα «δύσκολα» εικονοστοιχεία — εκείνα δηλαδή που
το µοντέλο δυσκολεύεται να ταξινοµήσει ορθά ή που ϐρίσκονται κοντά στα όρια απόφασης.

Ορίζοντας ως sim(zi , zj) = exp(zi · zj/τ) τη συνάρτηση οµοιότητας, η FeCL ορίζεται ως :

LFeCL = −
1
N

N∑
i=1

log


∑

z+∈P(i)

(1 − sim(zi , z+))γ · sim(zi , z+)∑
z+∈P(i)

sim(zi , z+) +
∑

z−∈N(i)

(1 − sim(zi , z−))γ · sim(zi , z−)


΄Οπου:

• Ο όρος (1 − sim)γ : Είναι ο εστιακός παράγοντας (focal factor) µε υπερπαράµετρο
γ ≥ 0. ΄Οταν η οµοιότητα sim είναι υψηλή (εύκολο δείγµα), ο όρος (1−sim)γ τείνει στο
µηδέν, µειώνοντας τη συνεισφορά του δείγµατος στην απώλεια. Αντίθετα, για «δύσκο-
λα» δείγµατα (χαµηλή οµοιότητα), ο όρος µεγιστοποιείται, αναγκάζοντας το δίκτυο να
εστιάσει την εκπαίδευσή του σε αυτά.

• Εντροπική Στάθµιση: Τα ϐάρη των Ϲευγών προσαρµόζονται επιπλέον µέσω της αβε-
ϐαιότητας Hi : δείγµατα µε υψηλή εντροπία εισάγονται µε µεγαλύτερη προτεραιότητα
στον µηχανισµό focal, ενισχύοντας τη διακρισιµότητα στα ασαφή ανατοµικά όρια.

• Εξόρυξη Top-k: Για τη διατήρηση της υπολογιστικής αποδοτικότητας, ο παρονο-
µαστής δεν περιλαµβάνει το σύνολο των αρνητικών δειγµάτων N(i), αλλά µόνο τα k

«δυσκολότερα» αρνητικά Ϲεύγη που ικανοποιούν τη συνθήκη της εστιακής απόστασης,
αποτρέποντας την υπερφόρτωση της GPU.

Αυτός ο µηχανισµός διασφαλίζει ότι το δίκτυο δεν «σπαταλά» την ικανότητα εκµάθησης
σε εύκολα παραδείγµατα (όπως ο καθαρός ιστός του παγκρέατος), αλλά κατευθύνει τους
πόρους του στην οριοθέτηση των δύσκολων, ϑολών ορίων που αποτελούν την κύρια πηγή
σφάλµατος στην κατάτµηση.

2.7.4 Ο Συνολικός Αγωγός: SwinUMamba, DyCON και LCC

Είναι σηµαντικό να τονιστεί ότι το DyCON και το LCC λειτουργούν σε διαφορετικά, ανε-
ξάρτητα στάδια του αγωγού και δεν αλληλεπιδρούν µεταξύ τους. Το DyCON επενεργεί κατά

την εκπαίδευση: αξιοποιεί τις µη-σχολιασµένες τοµογραφίες, διαχειρίζεται δυναµικά την α-
ϐεβαιότητα µέσω της εντροπίας και ϐελτιώνει τις αναπαραστάσεις κατα τη διάρκεια της µάθη-
σης, οδηγώντας σε ποιοτικότερες ωµές προβλέψεις. Το LCC επενεργεί κατά την αξιολόγηση:
λαµβάνει την τελική δυαδική πρόβλεψη και αφαιρεί τις αποµακρυσµένες ψευδώς-ϑετικές
συνεκτικές συνιστώσες, εξυγιαίνοντας τα ανατοµικά όρια.

Τα δύο στάδια είναι συµπληρωµατικά αλλά αυτοτελή το DyCON δεν εξαρτάται από το
LCC, και το LCC εφαρµόζεται µε τον ίδιο τρόπο σε κάθε µοντέλο ανεξαρτήτως µεθόδου
εκπαίδευσης. ΄Οπως ϑα δειχθεί στο Κεφάλαιο 6, ο συνδυασµός τους αποδίδει τα ϐέλτιστα
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τελικά αποτελέσµατα — όχι µέσω κάποιας αλληλεπίδρασης σε επίπεδο χαρακτηριστικών,
αλλά επειδή αντιµετωπίζουν δύο διακριτές πηγές σφάλµατος (την έλλειψη επισηµασµένων
δεδοµένων και τα διάσπαρτα ψευδώς-ϑετικά αντίστοιχα).

44 ∆ιπλωµατική Εργασία



Κεφάλαιο 3

Σχετικές Εργασίες και Βιβλιογραφική Ανασκόπη-

ση

Στο κεφάλαιο αυτό παρουσιάζεται η ϐιβλιογραφική ανασκόπηση του ερευνητικού πλαι-
σίου γύρω από τις αρχιτεκτονικές ϐαθιάς µάθησης στην ιατρική εικόνα. Παρατίθενται

οι σχετικές εργασίες που σηµατοδότησαν τη µετάβαση από τα παραδοσιακά συνελικτικά
δίκτυα στα προηγµένα Μοντέλα Χώρου Καταστάσεων, και αναλύεται η ιστορική εξέλιξη των
µεθόδων ηµι-επιβλεπόµενης µάθησης.

3.1 Ιστορική Εξέλιξη Αρχιτεκτονικών στην Ιατρική Κατάτµηση

Η έρευνα στον τοµέα της αυτόµατης κατάτµησης ιατρικής εικόνας έχει γνωρίσει ϱαγδα-
ία εξέλιξη την τελευταία δεκαετία, µε τις αρχιτεκτονικές να προσαρµόζονται συνεχώς στις
αυξανόµενες απαιτήσεις των κλινικών δεδοµένων.

3.1.1 Η Εποχή των Συνελικτικών ∆ικτύων (CNNs)

Η ιδέα των Συνελικτικών Νευρωνικών ∆ικτύων (CNNs) εισήχθη από τον Kunihiko Fukushima
[11] και εξελίχθηκε από τους Waibel [13] και Yann LeCun [14]. Το πραγµατικό ορόσηµο, ω-
στόσο, ήρθε το 2012 µε το AlexNet [16] και στη συνέχεια µε αρχιτεκτονικές όπως το VGGNet
[17] και το ResNet [10].

Στην ιατρική εικόνα, η επανάσταση σηµειώθηκε το 2015 µε την αρχιτεκτονική U-Net
[9], η οποία καθιέρωσε το απόλυτο πρότυπο για την 2D ιατρική κατάτµηση, επιλύοντας το
πρόβληµα του υπολογιστικού ϕόρτου των συρόµενων παραθύρων που χρησιµοποιούσαν οι
Cireşan et al. [18]. Μεταγενέστερες ϐελτιώσεις, όπως το Attention U-Net [28], ϐελτιστοπο-
ίησαν περαιτέρω τα δίκτυα αυτά. Καθώς οι τοµογραφίες CT και MRI είναι ογκοµετρικές, η
έρευνα στράφηκε στις 3D αρχιτεκτονικές. Οι Çiçek et al. [4] παρουσίασαν το 3D U-Net, ενώ
οι Milletari et al. [29] εισήγαγαν το V-Net χρησιµοποιώντας τη συνάρτηση απώλειας Dice
για την αντιµετώπιση της ασυµµετρίας κλάσεων.

3.1.2 Vision Transformers (ViTs) και Υβριδικά Μοντέλα

Για την υπέρβαση των περιορισµών του τοπικού πεδίου αποδοχής των CNNs, οι Dosovit-
skiy et al. [21] εισήγαγαν τα Vision Transformers (ViTs). Στον χώρο της ιατρικής απεικόνι-
σης, αυτό οδήγησε σε πρωτοποριακά υβριδικά δίκτυα όπως το TransUNet [30] και καθαρές
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Transformer αρχιτεκτονικές όπως το Swin-Unet [31]. Η προσαρµογή στο 3D περιβάλλον
οδήγησε σε ισχυρά δίκτυα όπως το UNETR [5] και το Swin UNETR [32]. Παρ΄ όλα αυτά, το
πρόβληµα της τετραγωνικής υπολογιστικής πολυπλοκότητας της προσοχής έθεσε σοβαρούς
περιορισµούς µνήµης (VRAM), εµποδίζοντας την ευρεία εφαρµογή τους σε εικόνες υψηλής
ανάλυσης.

3.1.3 State Space Models (SSMs) και Mamba

Για την επίλυση του απαγορευτικού υπολογιστικού κόστους, τα SSMs αναδείχθηκαν ως η
πλέον υποσχόµενη εναλλακτική. Με αφετηρία το µοντέλο S4 [23], η πραγµατική καινοτοµία
ήρθε µε την αρχιτεκτονική Mamba από τους Gu και Dao [3]. Ακολούθησαν µοντέλα όπως
το Vision Mamba [33] και το VMamba [34].

Στην ιατρική κατάτµηση, η εξέλιξη πέρασε από το U-Mamba [35] στο SwinUMamba [6],
το οποίο συνδυάζει την ιεραρχική εξαγωγή χαρακτηριστικών µε πολυκατευθυντική σάρωση.
Η παρούσα διπλωµατική ϐασίζεται στο SwinUMamba, αναγνωρίζοντας ωστόσο τα κενά της
µονοδιάστατης σάρωσης, και εφαρµόζει επιπλέον το ανεξάρτητο ϐήµα µετα-επεξεργασίας
LCC.

3.2 Ηµι-επιβλεπόµενη Μάθηση (SSL) στην Ιατρική Εικόνα

Η χρόνια έλλειψη 3D ιατρικών δεδοµένων µε πυκνό σχολιασµό [2] κατέστησε επιτακτική
τη χρήση Ηµι-επιβλεπόµενης Μάθησης (Semi-Supervised Learning).

3.2.1 Μάθηση Συνέπειας και Αντιθετική Μάθηση

Οι παραδοσιακές προσεγγίσεις SSL ϐασίστηκαν στις ψευδο-ετικέτες. Μια µέθοδος-
ορόσηµο ήταν η αρχιτεκτονική Mean Teacher [26], η οποία σταθεροποίησε την εκπαίδευση
χρησιµοποιώντας τον κινητό µέσο όρο των ϐαρών. Παράλληλα, η Αντιθετική Μάθηση, γνω-
στή από πλαίσια όπως το SimCLR [36], προσαρµόστηκε για να ενισχύσει τη διακρισιµότητα
των ιστών στον λανθάνοντα χώρο.

3.2.2 ∆ιαχείριση Αβεβαιότητας και το Πλαίσιο DyCON

Παρ΄ όλη την επιτυχία τους, στις ιατρικές εφαρµογές οι µέθοδοι αυτές πάσχουν συχνά
από ϑόρυβο επιβεβαίωσης (confirmation bias): το µοντέλο παράγει λανθασµένες ψευδο-
ετικέτες στα ασαφή όρια των οργάνων και εκπαιδεύεται πάνω στα ίδια του τα λάθη. Για
την επίλυση αυτού του κενού, προτάθηκε το πλαίσιο DyCON [7], το οποίο αξιολογεί δυνα-
µικά την αβεβαιότητα κάθε πρόβλεψης. Η ικανότητα του DyCON να συνδυάζεται αρµονικά
µε ισχυρούς κορµούς όπως το SwinUMamba και µηχανισµούς όπως το LCC αποτελεί τον
πυρήνα της παρούσας ερευνητικής προσέγγισης.
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Κεφάλαιο 4

Σύνολα ∆εδοµένων και Υλοποίηση

Στο παρόν κεφάλαιο παρατίθενται οι λεπτοµέρειες της πειραµατικής διάταξης που χρη-
σιµοποιήθηκε για την αξιολόγηση της προτεινόµενης αρχιτεκτονικής (SwinUMamba

+ DyCON + LCC). Αναλύονται το σύνολο δεδοµένων, ο τρόπος διαχωρισµού του, οι υπολογι-
στικοί πόροι, καθώς και οι τεχνικές προδιαγραφές της εκπαίδευσης του µοντέλου.

4.1 Σύνολο ∆εδοµένων Pancreas-CT

Για την αξιολόγηση της απόδοσης του προτεινόµενου συστήµατος χρησιµοποιήθηκε το
ευρέως αναγνωρισµένο σύνολο δεδοµένων Pancreas-CT [8]. Το συγκεκριµένο dataset δη-
µιουργήθηκε από το Κλινικό Κέντρο των Εθνικών Ινστιτούτων Υγείας των ΗΠΑ (NIH) και
ϕιλοξενείται στην πλατφόρµα The Cancer Imaging Archive (TCIA) [37].

4.1.1 ∆ηµογραφικά και Κλινικά Χαρακτηριστικά

Το σύνολο δεδοµένων περιλαµβάνει 82 τρισδιάστατες (3D) αξονικές τοµογραφίες (CT)
κοιλιακής χώρας µε χορήγηση σκιαγραφικού, οι οποίες ελήφθησαν κατά την πυλαία ϕλεβική
ϕάση (περίπου 70 δευτερόλεπτα µετά την ενδοφλέβια έγχυση). Η οµάδα των εξεταζόµενων
αποτελείται από 53 άνδρες και 27 γυναίκες, ηλικίας 18 έως 76 ετών (µε µέση ηλικία τα
46.8 ± 16.7 έτη).

Οι ασθενείς επιλέχθηκαν µε αυστηρά κριτήρια : 17 από αυτούς ήταν υγιείς δότες νεφρού
που υποβλήθηκαν σε τοµογραφία πριν από τη νεφρεκτοµή, ενώ οι υπόλοιποι 65 επιλέχθη-
καν από έµπειρο ακτινολόγο ώστε να µην παρουσιάζουν σοβαρές κοιλιακές παθολογίες ή
καρκινικές ϐλάβες στο πάγκρεας. Η επιλογή µη παθολογικών παγκρεάτων ϐοηθά στη µο-
ντελοποίηση της υγιούς ανατοµίας του οργάνου.

4.1.2 Τεχνικές Προδιαγραφές και Ground-Truth

Οι αξονικές τοµογραφίες λήφθηκαν µε τη χρήση τοµογράφων των εταιρειών Philips και
Siemens (µε τάση σωλήνα στα 120 kVp). Κάθε τοµή έχει ανάλυση 512×512 εικονοστοιχείων
(pixels) µε ποικίλο µέγεθος εικονοστοιχείου στο δισδιάστατο επίπεδο, ενώ το πάχος της τοµής
(slice thickness) κυµαίνεται µεταξύ 1,5 και 2,5 χιλιοστών (mm).

Για την εκπαίδευση και την ποσοτική αξιολόγηση των αλγορίθµων ϐαθιάς µάθησης, η
ακρίβεια των ετικετών αναφοράς (ground-truth) είναι καθοριστική. Στο σύνολο Pancreas-
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CT, η κατάτµηση του παγκρέατος πραγµατοποιήθηκε αρχικά χειροκίνητα, τοµή προς τοµή,
από ϕοιτητή ιατρικής. Στη συνέχεια, όλες οι µάσκες κατάτµησης επαληθεύτηκαν και τρο-
ποποιήθηκαν ενδελεχώς από έναν εξειδικευµένο ακτινολόγο, εξασφαλίζοντας υψηλή κλινική
πιστότητα. Οπτικοποίηση της ανατοµίας του παγκρέατος και του αντίστοιχου ground-truth
σε πολλαπλά επίπεδα απεικόνισης ϕαίνεται στο Σχήµα 4.1.

Σχήµα 4.1: Απεικόνιση του παγκρέατος στο σύνολο δεδοµένων Pancreas-CT. Από αριστερά
προς τα δεξιά : Τρισδιάστατη αναπαράσταση επιφάνειας (surface rendering) και δισδιάστατες
προβολές στο αξονικό (axial), στεφανιαίο (coronal) και οβελιαίο (sagittal) επίπεδο.

4.1.3 ∆ιαχωρισµός ∆εδοµένων (Data Split)

Για τον σχεδιασµό των πειραµάτων, οι 82 διαθέσιµες τοµογραφίες διαχωρίστηκαν σε ένα
σύνολο εκπαίδευσης (training set) αποτελούµενο από 62 εικόνες και ένα σύνολο δοκιµής
(test set) 20 εικόνων.

Για την αξιολόγηση του δικτύου στο πλαίσιο της Ηµι-επιβλεπόµενης Μάθησης (Semi-
Supervised Learning), από το σύνολο εκπαίδευσης χρησιµοποιήθηκαν µόνο 12 τοµογραφίες
µε τις αντίστοιχες ετικέτες τους (labeled data), ενώ οι υπόλοιπες 50 τοµογραφίες αντιµετω-
πίστηκαν ως µη-σχολιασµένες (unlabeled data). Αυτές τροφοδότησαν το πλαίσιο DyCON
για την αξιοποίηση της πληροφορίας µέσω µάθησης συνέπειας και αντιθετικής µάθησης.
Αντίθετα, στο σενάριο της Πλήρως Επιβλεπόµενης Μάθησης (Fully Supervised), το µοντέλο
εκπαιδεύτηκε αξιοποιώντας και τις 62 διαθέσιµες ετικέτες.

4.2 Υπολογιστικοί Πόροι και Λεπτοµέρειες Υλοποίησης

Η εκπαίδευση τρισδιάστατων (3D) αρχιτεκτονικών που ενσωµατώνουν Μοντέλα Χώρου
Καταστάσεων (SSMs), όπως το Swin-UMamba, είναι εξαιρετικά απαιτητική σε υπολογιστι-
κούς πόρους και µνήµη γραφικών (VRAM). Λόγω των περιορισµών του υλικού (hardware
limitations), τα πειράµατα της παρούσας εργασίας υλοποιήθηκαν στο υπολογιστικό νέφος
της πλατφόρµας Kaggle, το οποίο παρέχει δωρεάν αλλά αυστηρά περιορισµένη πρόσβαση σε
µονάδες επεξεργασίας γραφικών (GPUs).

4.2.1 Αντιµετώπιση Περιορισµών Μνήµης (OOM Mitigations)

Για την αποφυγή σφαλµάτων υπερχείλισης µνήµης (Out-Of-Memory — OOM) κατά την
εκπαίδευση, εφαρµόστηκε µια σειρά από αυστηρές στρατηγικές ϐελτιστοποίησης τόσο σε
επίπεδο δεδοµένων όσο και σε επίπεδο πλαισίου (framework):
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4.2.2 Υπερπαράµετροι και Προ-εκπαίδευση (Pre-training)

1. Υποβάθµιση Χωρικής Ανάλυσης (Patch Resizing): Αντί της επεξεργασίας ολόκλη-
ϱου του ογκοµετρικού πλέγµατος σε πλήρη ανάλυση, τα δεδοµένα εισόδου υποβαθ-
µίστηκαν και τεµαχίστηκαν σε τρισδιάστατα τµήµατα (3D patches) διαστάσεων 64×64×
64 ογκοστοιχείων. Αυτό µείωσε δραµατικά το υπολογιστικό ϕορτίο των Mamba blocks,
διατηρώντας ωστόσο επαρκή χωρική πληροφορία για την αναγνώριση του παγκρέατος.

2. Συσσώρευση Κλίσης (Gradient Accumulation): Λόγω του περιορισµού της µνήµης,
το µέγεθος δέσµης (batch size) ορίστηκε αναγκαστικά στην πολύ µικρή τιµή του 2 (µε
1 labeled και 1 unlabeled δείγµα ανά επανάληψη στο DyCON). Για να διασφαλιστεί η
σταθερότητα της εκπαίδευσης, εφαρµόστηκε συσσώρευση κλίσης (accumulation steps)
ίση µε 4. Αυτό προσοµοιώνει ένα ενεργό batch size 8 δειγµάτων πριν την ενηµέρωση
των ϐαρών, οµαλοποιώντας τα gradients.

3. ∆ιαχείριση Μνήµης PyTorch: Στο επίπεδο του λειτουργικού συστήµατος, ενεργοποι-
ήθηκε η παράµετρος PYTORCH_ALLOC_CONF=expandable_segments:True, η οποία
αποτρέπει τον κατακερµατισµό της µνήµης (memory fragmentation) της GPU. Παράλ-
ληλα, γινόταν περιοδικός καθαρισµός της προσωρινής µνήµης (torch.cuda.empty_-
cache()) και διαγραφή παλαιών σηµείων ελέγχου (checkpoints) από τον δίσκο του
Kaggle για την εξοικονόµηση αποθηκευτικού χώρου.

4.2.2 Υπερπαράµετροι και Προ-εκπαίδευση (Pre-training)

Για την ταχύτερη σύγκλιση του µοντέλου και τη ϐελτίωση της γενίκευσης, ο κωδικοποι-
ητής του Swin-UMamba αρχικοποιήθηκε χρησιµοποιώντας προ-εκπαιδευµένα ϐάρη (pre-
trained weights). Συγκεκριµένα, αξιοποιήθηκαν τα ϐάρη της αρχιτεκτονικής VMamba [34],
τα οποία είχαν εκπαιδευτεί στο εκτεταµένο σύνολο δεδοµένων ImageNet-1K [38]. Η προ-
σέγγιση αυτή είναι ιδιαίτερα κρίσιµη στο σενάριο της ηµι-επιβλεπόµενης µάθησης, όπου τα
επισηµασµένα δεδοµένα είναι ελάχιστα.

Η ϐελτιστοποίηση του δικτύου πραγµατοποιήθηκε χρησιµοποιώντας τον αλγόριθµο AdamW
µε αρχικό ϱυθµό µάθησης (base learning rate) 10−4. Η εκπαίδευση διήρκεσε για µέγιστο
αριθµό 20.000 επαναλήψεων (iterations). Σχετικά µε το ηµι-επιβλεπόµενο πλαίσιο DyCON,
οι υπερπαράµετροι ορίστηκαν ως εξής :

• Βάρος Μη-Επιβλεπόµενης Απώλειας (u_weight): 0.5, καθορίζοντας τη συνεισφορά
των unlabeled δεδοµένων στο συνολικό σφάλµα.

• Συντελεστής Συνέπειας (consistency): 0.1, για τη διατήρηση σταθερών προβλέψεων
µεταξύ των διαφορετικών επαυξήσεων (augmentations).

• Θερµοκρασία (Temperature - temp): 0.6, για τον έλεγχο της οξύτητας (sharpness)
της κατανοµής των ψευδο-ετικετών (pseudo-labels).
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Κεφάλαιο 5

Υλοποίηση

Στο κεφάλαιο αυτό περιγράφεται η υλοποίηση του συστήµατος, µε ϐάση τη µελέτη που
παρουσιάστηκε στο προηγούµενο κεφάλαιο. Αρχικά παρουσιάζεται η πλατφόρµα και

τα προγραµµατιστικά εργαλεία που χρησιµοποιήθηκαν. Στη συνέχεια δίνονται οι λεπτο-
µέρειες υλοποίησης για τους ϐασικούς αλγορίθµους του συστήµατος καθώς και η δοµή του
κώδικα.

5.1 Λεπτοµέρειες Υλοποίησης

5.1.1 Περιβάλλον Ανάπτυξης και Βιβλιοθήκες Λογισµικού

Η υλοποίηση του προτεινόµενου συστήµατος πραγµατοποιήθηκε στη γλώσσα προγραµ-
µατισµού Python (έκδοση 3.10), η οποία αποτελεί το καθιερωµένο πρότυπο στην ανάπτυξη
εφαρµογών Τεχνητής Νοηµοσύνης και Μηχανικής Μάθησης. Ως κεντρικό πλαίσιο ϐαθιάς
µάθησης επιλέχθηκε η ϐιβλιοθήκη PyTorch [39], η οποία προσφέρει εξαιρετική ευελιξία
µέσω της δυναµικής διαχείρισης του γραφήµατος υπολογισµών (dynamic computational
graph) και της εγγενούς υποστήριξης επιτάχυνσης υλικού µέσω της πλατφόρµας NVIDIA
CUDA.

Για τη διαχείριση, τη ϕόρτωση και την επεξεργασία των τρισδιάστατων ιατρικών δεδοµένων
ογκοµετρικής απεικόνισης µορφότυπου NIfTI (.nii.gz) αξιοποιήθηκαν οι εξειδικευµένες ϐι-
ϐλιοθήκες SimpleITK και Nibabel. Οι ϐιβλιοθήκες αυτές επέτρεψαν την οµαλή ανάγνωση των
πλεγµάτων και των µεταδεδοµένων των τοµογραφιών, καθώς και την εκτέλεση χωρικών µε-
τασχηµατισµών. Επιπλέον, χρησιµοποιήθηκε η ϐιβλιοθήκη MONAI (Medical Open Network
for AI) [40] για την υλοποίηση προηγµένων τεχνικών επαύξησης δεδοµένων (data augmen-
tation), όπως τυχαίες περιστροφές, προσθήκη ϑορύβου και ελαστικές παραµορφώσεις, οι
οποίες είναι κρίσιµες για τη σταθερότητα του ηµι-επιβλεπόµενου πλαισίου.

5.1.2 ∆οµή Κώδικα και Οργάνωση Συστήµατος

Η αρχιτεκτονική του κώδικα οργανώθηκε µε τρόπο αρθρωτό (modular), διαχωρίζοντας
σαφώς τη διαχείριση των δεδοµένων, τον ορισµό των νευρωνικών µοντέλων, τη διαδικασία
της εκπαίδευσης και την αξιολόγηση. Το κεντρικό σηµείο εισόδου της εκπαίδευσης είναι το
σενάριο train_DyCON_Pancreas.py, το οποίο αναλαµβάνει τον συντονισµό ολόκληρης της
ϱοής εκπαίδευσης, ενώ η τελική αποτίµηση των µοντέλων πραγµατοποιείται από ξεχωριστό
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Κεφάλαιο 5. Υλοποίηση

σενάριο αξιολόγησης.
Η δοµή των ϕακέλων του έργου διαµορφώθηκε ως εξής :

• code/models/: Περιλαµβάνει την υλοποίηση των δικτύων που συγκρίνονται — του
κορµού Swin-UMamba µε τα επιλεκτικά blocks σάρωσης του Mamba, καθώς και του
συνελικτικού U-Net3D.

• code/dataloaders/: Περιέχει τους προσαρµοσµένους ϕορτωτές δεδοµένων (custom
DataLoaders), οι οποίοι σχεδιάστηκαν για να υποστηρίζουν τη διπλή ϱοή δειγµάτων
που απαιτεί το πλαίσιο DyCON.

• code/losses/: Περιλαµβάνει τις συναρτήσεις απώλειας, όπως τη συνεπή απώλεια µε
επίγνωση αβεβαιότητας (UnCL) και την αντιθετική απώλεια focal (FeCL).

• code/utils/: Περιλαµβάνει ϐοηθητικές ϱουτίνες, µεταξύ των οποίων τη διαδικασία κα-
τάτµησης ογκοµετρικών εικόνων µε ολίσθηση παραθύρου (sliding-window inference)
κατά την αξιολόγηση.

Σηµειώνεται ότι η µετα-επεξεργασία Largest Connected Component (LCC) δεν αποτε-
λεί µέρος της αρχιτεκτονικής των δικτύων, αλλά υλοποιείται ως αυτοτελής συνάρτηση στο
σενάριο αξιολόγησης. Η συνάρτηση αυτή λαµβάνει τη δυαδική πρόβλεψη του δικτύου, ε-
ντοπίζει τις συνεκτικές της συνιστώσες (connected components) στον 3D χώρο (µέσω της
skimage.measure.label) και διατηρεί αποκλειστικά εκείνη µε τον µεγαλύτερο όγκο, αποµα-
κρύνοντας τις ψευδώς-ϑετικές νησίδες πριν τον υπολογισµό των µετρικών Dice, HD95 και
ASD.

5.1.3 Ροή Εκπαίδευσης και Αλγοριθµική ∆ιαχείριση

Η εκπαίδευση του συστήµατος οργανώθηκε γύρω από έναν επαναληπτικό ϐρόχο (training
loop) µέγιστης διάρκειας 20.000 επαναλήψεων (iterations). Σε κάθε επανάληψη, ο ϕορτω-
τής δεδοµένων τροφοδοτεί ταυτόχρονα το δίκτυο µε µία δέσµη επισηµασµένων δεδοµένων
(labeled batch size ίσο µε 1) και µία δέσµη µη-επισηµασµένων δεδοµένων (unlabeled batch
size ίσο µε 1), διαµορφώνοντας ένα συνολικό batch size ίσο µε 2.

Η ϱοή εκτέλεσης ανά επανάληψη ακολουθεί τα εξής ϐήµατα:

1. Επιβλεπόµενη Φάση: Το επισηµασµένο δείγµα εισάγεται στο δίκτυο του µαθητή
(student network). Υπολογίζεται η επιβλεπόµενη απώλεια Lsup µέσω του συνδυασµού
της διασταυρούµενης εντροπίας (Cross-Entropy) και της απώλειας Dice, προκειµένου
να αντιµετωπιστεί η έντονη ασυµµετρία κλάσεων του παγκρέατος.

2. Μη-Επιβλεπόµενη Φάση (Παραγωγή Ψευδο-ετικετών): Το µη-επισηµασµένο δε-
ίγµα υφίσταται ασθενή επαύξηση (weak augmentation) και εισάγεται στο δίκτυο του
δασκάλου (teacher network). Οι παραγόµενες πιθανότητες χρησιµοποιούνται για τον
υπολογισµό της εντροπίας Shannon σε επίπεδο ογκοστοιχείου, η οποία αποτιµά την
αβεβαιότητα της πρόβλεψης. Οι τιµές αυτές µετατρέπονται σε σκληρές ψευδο-ετικέτες
(hard pseudo-labels).
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5.1.4 Μηχανική Βελτιστοποίησης και Πόρων Μνήµης

3. Μη-Επιβλεπόµενη Φάση (Μάθηση Συνέπειας): Το ίδιο µη-επισηµασµένο δείγµα υ-
ϕίσταται ισχυρά επαύξηση (strong augmentation) και εισάγεται στο δίκτυο του µαθητή.
Υπολογίζεται η απώλεια συνέπειας UnCL σε συνδυασµό µε την απώλεια του δασκάλου
(--use_teacher_loss 1), σταθµισµένη δυναµικά από τον ϐαθµό αβεβαιότητας.

4. Αντιθετική Φάση: Εφαρµόζεται η απώλεια FeCL στον λανθάνοντα χώρο, ωθώντας τα
χαρακτηριστικά των ογκοστοιχείων που ανήκουν στο πάγκρεας µακριά από τα χαρα-
κτηριστικά του ϕόντου.

5.1.4 Μηχανική Βελτιστοποίησης και Πόρων Μνήµης

Λόγω των περιορισµών της GPU στην πλατφόρµα Kaggle, η συσσώρευση κλίσης (Gradient
Accumulation) ϱυθµίστηκε σε 4 ϐήµατα (--accumulation_steps 4). Αυτό σηµαίνει ότι οι
κλίσεις προστίθενται για 4 διαδοχικές επαναλήψεις και η ενηµέρωση των ϐαρών µέσω του
ϐελτιστοποιητή AdamW [41] πραγµατοποιείται κάθε 4 ϐήµατα, προσοµοιώνοντας έτσι ένα
σταθερό ενεργό µέγεθος δέσµης (effective batch size) 8 δειγµάτων, γεγονός που εξασφαλίζει
τη σύγκλιση και τη σταθερότητα των gradients.

Τέλος, επειδή ο διαθέσιµος αποθηκευτικός χώρος του Kaggle είναι περιορισµένος και τα
αρχεία των ϐαρών (.pth) των τρισδιάστατων αρχιτεκτονικών είναι µεγάλα, υλοποιήθηκε µια
παρασκηνιακή διεργασία (background process). Αυτή η διεργασία εκτελείται αυτόµατα ανά
30 λεπτά, εντοπίζει τα παλαιότερα ενδιάµεσα σηµεία ελέγχου (checkpoints) εκπαίδευσης και
τα διαγράφει αυτόµατα, αποτρέποντας την υπερχείλιση του δίσκου και την απότοµη διακοπή
της πειραµατικής διαδικασίας.
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Κεφάλαιο 6

Παρουσίαση και Σχολιασµός Πειραµατικών Α-

ποτελεσµάτων

Στο κεφάλαιο αυτό παρουσιάζεται ο έλεγχος καλής λειτουργίας του προτεινόµενου συ-
στήµατος και η αξιολόγηση της απόδοσής του. Μέσα από την ποσοτική ανάλυση

των πειραµατικών αποτελεσµάτων, αποτιµάται η συµβολή του ηµι-επιβλεπόµενου πλαισίου
DyCON και της µετα-επεξεργασίας LCC (Largest Connected Component), καθώς και η συ-
γκριτική συµπεριφορά των αρχιτεκτονικών Swin-UMamba και U-Net3D υπό περιορισµένη
χωρική ανάλυση.

6.1 Μεθοδολογία Ελέγχου

Η αξιολόγηση των µοντέλων πραγµατοποιήθηκε µε ϐάση τη σύγκριση των παραγόµενων
χαρτών κατάτµησης (segmentation masks) µε τους σχολιασµούς αναφοράς (ground-truth)
των ειδικών ιατρών στο σύνολο δεδοµένων Pancreas-CT.

Για την ολοκληρωµένη αποτίµηση της απόδοσης, η µεθοδολογία ελέγχου ϐασίστηκε σε
τρεις κρίσιµες µετρικές :

1. Συντελεστής Dice (Dice Similarity Coefficient — DSC): Μετρά τη συνολική ο-
µοιότητα και επικάλυψη των όγκων. Υψηλότερες τιµές (↑) υποδηλώνουν καλύτερη
απόδοση.

2. Απόσταση Hausdorff 95% (HD95): Αξιολογεί την απόσταση µεταξύ των επιφανει-
ών/ορίων των προβλέψεων και του ground-truth, αγνοώντας το 5% των πιο ακραίων
σφαλµάτων (outliers). Χαµηλότερες τιµές (↓) υποδηλώνουν ακριβέστερα ανατοµικά
όρια.

3. Μέση Επιφανειακή Απόσταση (Average Surface Distance — ASD): Μετρά τη µέση
απόσταση όλων των σηµείων της επιφάνειας της πρόβλεψης από την πραγµατική επι-
ϕάνεια. Χαµηλότερες τιµές (↓) υποδεικνύουν υψηλή ακρίβεια οριοθέτησης.

Τα πειράµατα δοµήθηκαν σε δύο άξονες : αφενός στη σύγκριση αρχιτεκτονικών (Swin-
UMamba έναντι U-Net3D), και αφετέρου στη σύγκριση σεναρίων εκπαίδευσης (Ηµι-επιβλεπόµενη
µε DyCON χρησιµοποιώντας 12 labels έναντι Πλήρως Επιβλεπόµενης χρησιµοποιώντας 62

∆ιπλωµατική Εργασία 57
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labels). Σε όλες τις διατάξεις, η µετα-επεξεργασία LCC εφαρµόζεται κατά τη ϕάση της α-
ξιολόγησης µε τον ίδιο ακριβώς τρόπο και στις δύο αρχιτεκτονικές, διατηρώντας µόνο τη
µεγαλύτερη συνεκτική συνιστώσα κάθε πρόβλεψης, ώστε η συνεισφορά της να αποτιµηθεί
αποµονωµένα.

6.2 Αναλυτική Παρουσίαση Ελέγχου

Στους πίνακες που ακολουθούν παρουσιάζονται τα συγκεντρωτικά αποτελέσµατα της
κατάτµησης του παγκρέατος. Ο Πίνακας 6.1 αποτυπώνει τις ωµές προβλέψεις των µοντέλων
(RAW) πριν την εφαρµογή του LCC, ενώ ο Πίνακας 6.2 παρουσιάζει την τελική απόδοση µετά
τη µετα-επεξεργασία.

Πίνακας 6.1: Συγκεντρωτικά Αποτελέσµατα Κατάτµησης Παγκρέατος (Ωµές Προβλέψεις —
RAW / Πριν το LCC)

Αρχιτεκτονική Μέθοδος (Labels) Dice (%) ↑ HD95 ↓ ASD ↓
Ηµι-Επιβλεπόµενη Μάθηση (Semi-Supervised — 12 Labels)

Swin-UMamba DyCON 46.08 ± 11.97 74.00 ± 18.72 32.39 ± 10.37
U-Net3D DyCON 63.60 ± 14.57 63.99 ± 14.25 21.55 ± 6.39

Πλήρως Επιβλεπόµενη Μάθηση (Fully Supervised — 62 Labels)
Swin-UMamba Fully Supervised 55.56 ± 9.22 68.20 ± 18.29 25.80 ± 8.43
U-Net3D Fully Supervised 66.90 ± 7.87 54.16 ± 19.11 17.45 ± 6.32

Πίνακας 6.2: Συγκεντρωτικά Αποτελέσµατα Κατάτµησης Παγκρέατος (Τελικά Αποτελέσµατα
µετά από LCC)

Αρχιτεκτονική Μέθοδος (Labels) Dice (%) ↑ HD95 ↓ ASD ↓
Ηµι-Επιβλεπόµενη Μάθηση (Semi-Supervised — 12 Labels)

Swin-UMamba DyCON 57.60 ± 24.09 36.41 ± 43.98 12.85 ± 27.09
U-Net3D DyCON 71.09 ± 17.63 20.51 ± 23.82 2.22 ± 1.44

Πλήρως Επιβλεπόµενη Μάθηση (Fully Supervised — 62 Labels)
Swin-UMamba Fully Supervised 63.65 ± 11.69 27.61 ± 18.96 2.83 ± 2.52
U-Net3D Fully Supervised 71.89 ± 11.09 24.60 ± 26.52 1.78 ± 0.77

6.2.1 Μελέτη Αποδόµησης (Ablation Study)

Ο Πίνακας 6.3 παρουσιάζει συστηµατικά τη συνεισφορά κάθε συνιστώσας. Από την
ανάλυση προκύπτουν τρία ϐασικά συµπεράσµατα.

Αδυναµία της µονοδιάστατης σάρωσης υπό περιορισµένη ανάλυση. Στις ωµές
προβλέψεις, το Swin-UMamba µε DyCON υστερεί σηµαντικά ακόµη και έναντι της ϐασικής
γραµµής πλήρους επίβλεψης (46.08% έναντι 55.56%). Αυτό οφείλεται στη χωρική παρα-
µόρφωση που εισάγει η µονοδιάστατη σάρωση του µηχανισµού Mamba σε τµήµατα µικρής
ανάλυσης (64 × 64 × 64), η οποία υποβαθµίζει την ποιότητα των χαρτών χαρακτηριστικών
σε ένα δίκτυο που ϐασίζεται στο παγκόσµιο πλαίσιο. Επιπρόσθετα, η αστοχία αυτή πιθα-
νώς επιτείνεται από µια ασυµβατότητα πεδίου (domain mismatch): ο κωδικοποιητής του
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6.2.1 Μελέτη Αποδόµησης (Ablation Study)

Πίνακας 6.3: Μελέτη Αποδόµησης (Ablation Study): Συνεισφορά κάθε συνιστώσας στην α-
πόδοση κατάτµησης παγκρέατος. Το σύµβολο ✓ υποδηλώνει ενεργοποίηση του αντίστοιχου
µηχανισµού.

Αρχιτεκτονική DyCON LCC Labels Dice (%) ↑ HD95 ↓ ASD ↓
Swin-UMamba
Swin-UMamba × × 62 55.56 ± 9.22 68.20 ± 18.29 25.80 ± 8.43
Swin-UMamba ✓ × 12 46.08 ± 11.97 74.00 ± 18.72 32.39 ± 10.37
Swin-UMamba ✓ ✓ 12 57.60 ± 24.09 36.41 ± 43.98 12.85 ± 27.09
Swin-UMamba × ✓ 62 63.65 ± 11.69 27.61 ± 18.96 2.83 ± 2.52
U-Net3D
U-Net3D × × 62 66.90 ± 7.87 54.16 ± 19.11 17.45 ± 6.32
U-Net3D ✓ × 12 63.60 ± 14.57 63.99 ± 14.25 21.55 ± 6.39
U-Net3D ✓ ✓ 12 71.09 ± 17.63 20.51 ± 23.82 2.22 ± 1.44
U-Net3D × ✓ 62 71.89 ± 11.09 24.60 ± 26.52 1.78 ± 0.77

Swin-UMamba αρχικοποιείται µε ϐάρη VMamba προεκπαιδευµένα σε δισδιάστατες ϕυσι-
κές εικόνες (ImageNet-1K), ενώ καλείται να επεξεργαστεί τρισδιάστατα ιατρικά δεδοµένα· η
µεταφορά αυτή των αναπαραστάσεων από το 2D στο 3D πεδίο είναι λιγότερο άµεση από
ό,τι στα αµιγώς συνελικτικά δίκτυα, τα οποία εκπαιδεύονται από µηδενική ϐάση στα ίδια τα
ογκοµετρικά τµήµατα.

Επίδραση της µετα-επεξεργασίας LCC. Η εφαρµογή του Largest Connected Compo-
nent ϐελτιώνει αισθητά όλες τις µετρικές και στις δύο αρχιτεκτονικές, µε ιδιαίτερα έντονη
επίδραση στις µετρικές ορίων : για το Swin-UMamba (ηµι-επιβλεπόµενο) το HD95 υποδι-
πλασιάζεται (από 74.00 σε 36.41) και το Dice αυξάνεται κατά 11.52 ποσοστιαίες µονάδες,
ενώ για το U-Net3D το ASD καταρρέει από 21.55 σε 2.22. Το εύρηµα αυτό είναι αναµενόµε-
νο : το LCC αφαιρεί τις αποµακρυσµένες ψευδώς-ϑετικές συνεκτικές συνιστώσες, στις οποίες
οφείλονται κατά κύριο λόγο οι µεγάλες αποστάσεις HD95 και ASD. Τονίζεται ότι το LCC
είναι κλασικό ϐήµα µετα-επεξεργασίας ανεξάρτητο της αρχιτεκτονικής, και όχι µαθησιακή
συνιστώσα· γι΄ αυτόν τον λόγο ωφελεί εξίσου το συνελικτικό U-Net3D.

Αποδοτικότητα της διάταξης DyCON + LCC. Το σηµαντικότερο εύρηµα αφορά το U-
Net3D µε DyCON + LCC: χρησιµοποιώντας µόλις 12 σχολιασµένες τοµογραφίες, επιτυγχάνει
Dice 71.09%, εξαιρετικά κοντά στο 71.89% της πλήρως επιβλεπόµενης εκπαίδευσης µε 62
ετικέτες — δηλαδή µε πενταπλάσιο αριθµό σχολιασµένων δεδοµένων.

Σταθερότητα και συνολική αποτίµηση. Πέραν των µέσων τιµών, η ανάλυση της δια-
σποράς αποκαλύπτει ουσιώδεις διαφορές αξιοπιστίας. Το Swin-UMamba, ακόµη και µετά
το LCC, παρουσιάζει πολύ υψηλή τυπική απόκλιση στο ηµι-επιβλεπόµενο σενάριο (HD95
36.41 ± 43.98, ASD 12.85 ± 27.09). Αυτό υποδηλώνει ότι σε ορισµένες τοµογραφίες το
LCC αποτυγχάνει : όταν η µεγαλύτερη συνεκτική συνιστώσα της πρόβλεψης δεν αντιστοιχεί
στο πάγκρεας αλλά σε κάποια εκτενή εσφαλµένη δοµή, το ϐήµα διατηρεί τη λάθος περιοχή
και απορρίπτει το όργανο-στόχο. Αντιθέτως, το U-Net3D µε DyCON και LCC επιτυγχάνει
όχι µόνο την υψηλότερη µέση ακρίβεια αλλά και σαφώς σταθερότερα αποτελέσµατα (ASD
2.22 ± 1.44). Συνολικά, υπό το συγκεκριµένο καθεστώς περιορισµένης χωρικής ανάλυσης,
ο συνδυασµός U-Net3D + DyCON + LCC αναδεικνύεται ως η πλέον εύρωστη επιλογή.
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Κεφάλαιο 6. Παρουσίαση και Σχολιασµός Πειραµατικών Αποτελεσµάτων

6.2.2 Σχολιασµός των Ωµών Προβλέψεων (RAW Αποτελέσµατα)

Εξετάζοντας τον Πίνακα 6.1, καθίσταται σαφές ότι στις ωµές προβλέψεις (πριν το LCC), το
αµιγώς συνελικτικό U-Net3D υπερτερεί σηµαντικά του Swin-UMamba σε όλες τις µετρικές.
Στο σενάριο ηµι-επιβλεπόµενης µάθησης, το U-Net3D επιτυγχάνει Dice 63.60%, ενώ το
Swin-UMamba περιορίζεται στο 46.08%.

Αυτή η υστέρηση του Swin-UMamba οφείλεται πιθανότατα όχι σε εγγενή αδυναµία της
αρχιτεκτονικής, αλλά στους περιορισµούς του υλικού. ΄Οπως αναφέρθηκε, λόγω των περιο-
ϱισµών µνήµης (OOM) της πλατφόρµας Kaggle, το µέγεθος των τρισδιάστατων τµηµάτων (3D
patches) εισόδου µειώθηκε δραστικά στην ανάλυση 64 × 64 × 64.

Σε τόσο µικρά ογκοµετρικά τµήµατα, τα συνελικτικά δίκτυα όπως το U-Net3D πλεονεκτο-
ύν εγγενώς : το µικρό και εστιασµένο τοπικό πεδίο αποδοχής τους (local receptive field) τους
επιτρέπει να εξάγουν χρήσιµα γεωµετρικά χαρακτηριστικά ακόµη και από µικρά τµήµατα
της εικόνας. Αντίθετα, οι αρχιτεκτονικές που ϐασίζονται στην παγκόσµια προσοχή και τις
µακροπρόθεσµες εξαρτήσεις, όπως το Swin-UMamba, απαιτούν µεγαλύτερο οπτικό πεδίο
(global context) για να αποδώσουν τα µέγιστα. Σε συνδυασµό µε την απώλεια χωρικής πλη-
ϱοφορίας που προκαλεί η µονοδιάστατη σάρωση (1D scanning) του µηχανισµού Mamba, η
απόδοση του δικτύου στα µικρά patches µειώνεται αισθητά, κάτι που αντικατοπτρίζεται στο
υψηλό σφάλµα HD95 (74.00).

6.2.3 Επίδραση της Μετα-επεξεργασίας LCC

Η εικόνα αλλάζει αισθητά µε την εφαρµογή του Largest Connected Component (LCC),
όπως καταγράφεται στον Πίνακα 6.2. Επειδή οι µετρικές HD95 και ASD κυριαρχούνται
από τα πιο αποµακρυσµένα εσφαλµένα ογκοστοιχεία, η αφαίρεση των διάσπαρτων ψευδώς-
ϑετικών συνιστωσών έχει δυσανάλογα µεγάλη ϑετική επίδραση.

Για το Swin-UMamba στο ηµι-επιβλεπόµενο σενάριο, το Dice αυξάνεται κατά 11.52
ποσοστιαίες µονάδες (από 46.08% σε 57.60%) και το σφάλµα ορίων HD95 υποδιπλασιάζεται
(από 74.00 σε 36.41). Ανάλογη ϐελτίωση παρατηρείται και στο U-Net3D, όπου το ASD
µειώνεται από 21.55 σε 2.22. ∆εδοµένου ότι το LCC εφαρµόζεται µε τον ίδιο τρόπο και
ανεξάρτητα από την αρχιτεκτονική, τα αποτελέσµατα επιβεβαιώνουν ότι πρόκειται για ένα
αποδοτικό, γενικής χρήσης ϐήµα εξυγίανσης των προβλέψεων και όχι για µηχανισµό ειδικό
προς κάποια αρχιτεκτονική. ΄Οπως σηµειώθηκε όµως, η αποτελεσµατικότητά του εξαρτάται
από την υπόθεση ότι η µεγαλύτερη συνεκτική συνιστώσα αντιστοιχεί στο όργανο-στόχο —
υπόθεση που, όταν παραβιάζεται, οδηγεί στην υψηλή διασπορά που παρατηρήθηκε για το
Swin-UMamba.

6.2.4 Αποδοτικότητα του Πλαισίου DyCON

΄Ενα από τα πιο σηµαντικά ευρήµατα αφορά τη δυναµική του πλαισίου DyCON. Συ-
γκρίνοντας τις προβλέψεις της ηµι-επιβλεπόµενης µάθησης (µε µόλις 12 labels) µε αυτές
της πλήρως επιβλεπόµενης µάθησης (µε όλα τα 62 labels), παρατηρούµε ότι το DyCON
καταφέρνει να γεφυρώσει το χάσµα.

Συγκεκριµένα, το U-Net3D µε DyCON (µετά το LCC) επιτυγχάνει Dice 71.09%, το οποίο
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6.2.4 Αποδοτικότητα του Πλαισίου DyCON

είναι εξαιρετικά κοντά στο 71.89% που επιτυγχάνει το ίδιο δίκτυο έχοντας πρόσβαση στο
100% των σχολιασµένων δεδοµένων. Το γεγονός αυτό πιστοποιεί την ικανότητα του DyCON
να ϕιλτράρει δυναµικά την αβεβαιότητα κατά την εκπαίδευση, επιτρέποντας στο σύστηµα να
εξάγει πολύτιµη γνώση από τις µη-σχολιασµένες τοµογραφίες χωρίς να παρασύρεται από
ϑόρυβο ή λανθασµένες ψευδο-ετικέτες.
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Κεφάλαιο 7

Επίλογος

7.1 Συµπεράσµατα

Η παρούσα διπλωµατική εργασία επικεντρώθηκε στην αντιµετώπιση δύο εκ των ση-
µαντικότερων προκλήσεων στην ιατρική ανάλυση εικόνας : την ακριβή κατάτµηση

οργάνων µε ασαφή ανατοµικά όρια, όπως το πάγκρεας, και την έλλειψη µεγάλου όγκου
σχολιασµένων δεδοµένων. Για την επίτευξη αυτού του στόχου, αναπτύχθηκε και αξιολο-
γήθηκε ένα σύστηµα ϐαθιάς µάθησης που συνδυάζει την αρχιτεκτονική Swin-UMamba,
το ηµι-επιβλεπόµενο πλαίσιο DyCON και τη µετα-επεξεργασία Largest Connected Compo-
nent (LCC), ενώ ως ϐάση σύγκρισης χρησιµοποιήθηκε το καθιερωµένο συνελικτικό δίκτυο
U-Net3D.

Μέσα από την ενδελεχή πειραµατική διαδικασία και την ποσοτική ανάλυση των αποτελε-
σµάτων στο σύνολο δεδοµένων Pancreas-CT, εξάγονται τα ακόλουθα ϐασικά συµπεράσµατα:

• Η Αδυναµία της Μονοδιάστατης Σάρωσης σε Μικρά Τµήµατα: Επιβεβαιώθηκε
ότι τα Μοντέλα Χώρου Καταστάσεων (SSMs), παρά τη ϑεωρητική τους υπεροχή στη
µοντελοποίηση µακροπρόθεσµων εξαρτήσεων µε γραµµική πολυπλοκότητα, υστερο-
ύν όταν εφαρµόζονται σε περιορισµένα χωρικά τµήµατα (patches 64 × 64 × 64). Η
µονοδιάστατη σάρωση (1D scanning) του µηχανισµού Mamba διαρρηγνύει τη χωρική
συνοχή, οδηγώντας σε υποδεέστερες ωµές προβλέψεις συγκριτικά µε το παραδοσιακό
συνελικτικό δίκτυο U-Net3D, το οποίο εκµεταλλεύεται εγγενώς το ισχυρό τοπικό του
πεδίο αποδοχής.

• Η Επίδραση της Μετα-επεξεργασίας LCC: Η εφαρµογή του κλασικού ϐήµατος
Largest Connected Component, το οποίο διατηρεί µόνο τη µεγαλύτερη συνεκτική
συνιστώσα κάθε πρόβλεψης, αποδείχθηκε καθοριστική για την ακρίβεια των ορίων. Α-
ϕαιρώντας τις αποµακρυσµένες ψευδώς-ϑετικές νησίδες, το LCC οδήγησε σε σηµαντική
αύξηση του συντελεστή Dice (κατά 11.52 ποσοστιαίες µονάδες στο Swin-UMamba) και
σε δραστική µείωση των σφαλµάτων απόστασης (HD95 και ASD). Καθώς πρόκειται για
γενικής χρήσης ϐήµα µετα-επεξεργασίας ανεξάρτητο της αρχιτεκτονικής, ϐελτίωσε ε-
ξίσου και το συνελικτικό U-Net3D· η αποτελεσµατικότητά του όµως εξαρτάται από την
υπόθεση ότι το όργανο-στόχος αποτελεί τη µεγαλύτερη συνεκτική δοµή της πρόβλεψης.

• Η Αποτελεσµατικότητα της Ηµι-επιβλεπόµενης Μάθησης (DyCON): Το πλαίσιο
DyCON απέδωσε εξαιρετικά αποτελέσµατα, αξιοποιώντας τις µη-σχολιασµένες τοµο-
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Κεφάλαιο 7. Επίλογος

γραφίες και ϕιλτράροντας δυναµικά την αβεβαιότητα ώστε να αποφευχθεί ο ϑόρυβος
επιβεβαίωσης (confirmation bias). Ως αποτέλεσµα, ο ισχυρότερος συνδυασµός (U-
Net3D + DyCON + LCC) εκπαιδεύτηκε επιτυχώς µε µόλις 12 σχολιασµένες τοµογρα-
ϕίες, επιτυγχάνοντας Dice 71.09% — επίδοση ουσιαστικά ισοδύναµη µε το 71.89%
της πλήρως επιβλεπόµενης εκπαίδευσης στο σύνολο των 62 τοµογραφιών.

• Ο Ρόλος της Φύσης των Ιατρικών Εικόνων: Οι απόλυτες επιδόσεις όλων των µο-
ντέλων παραµένουν συγκρατηµένες (∼70% Dice). Πέρα από την περιορισµένη χωρική
ανάλυση των 64×64×64 τµηµάτων, σηµαντικό ϱόλο παίζουν οι εγγενείς ιδιότητες των
ίδιων των ιατρικών δεδοµένων: χαµηλή αντίθεση, ασαφή και ϑολά ανατοµικά όρια,
ϑόρυβος ετικετών και δια-παρατηρητική µεταβλητότητα. Αντίθετα µε τις ϕυσικές ει-
κόνες (π.χ. από κάµερες), όπου τα αντικείµενα διαχωρίζονται από ευκρινείς ακµές,
υφές και χρώµα, στην ιατρική απεικόνιση το σήµα του οργάνου-στόχου συχνά είναι
σχεδόν αδιάκριτο από τον περιβάλλοντα ιστό. Η ενδογενής αυτή διαφορά στη ϕύση του
σήµατος δυσκολεύει σηµαντικά την ακριβή οριοθέτηση, ανεξάρτητα από την επιλογή
της αρχιτεκτονικής.

• Η ∆υσανάλογη Αξία των Μη-Μαθησιακών Τεχνικών: Ακριβώς επειδή το σφάλ-
µα δεν οφείλεται αποκλειστικά στο µοντέλο, ένα απλό, µη-µαθησιακό ϐήµα µετα-
επεξεργασίας (LCC) — χωρίς καµία εκπαιδεύσιµη παράµετρο — ϐελτίωσε την απόδο-
ση δυσανάλογα περισσότερο από πολλές αρχιτεκτονικές επιλογές : υποδιπλασίασε το
HD95 και ανέβασε το Dice έως και 11.5 µονάδες. Το εύρηµα αυτό υπογραµµίζει
ότι, στον ιατρικό τοµέα, η κατανόηση της δοµής του προβλήµατος και η κατάλλη-
λη µετα-επεξεργασία µπορούν να αποδώσουν περισσότερα από την τυφλή αύξηση της
πολυπλοκότητας του δικτύου.

Συνοψίζοντας, η εργασία ανέδειξε ότι το ηµι-επιβλεπόµενο πλαίσιο DyCON, σε συνδυα-
σµό µε ένα απλό ϐήµα µετα-επεξεργασίας, επιτρέπει υψηλής ακρίβειας κατάτµηση µε ε-
λάχιστα σχολιασµένα δεδοµένα. Παράλληλα, κατέδειξε ότι, υπό αυστηρούς περιορισµούς
χωρικής ανάλυσης, τα παραδοσιακά συνελικτικά δίκτυα παραµένουν εξαιρετικά ανταγωνι-
στικά έναντι των πιο σύγχρονων State Space Models — εύρηµα που οριοθετεί µε σαφήνεια
τις συνθήκες υπό τις οποίες υπερτερεί κάθε οικογένεια αρχιτεκτονικών. Πάνω απ΄ όλα, όµως,
η µελέτη κατέδειξε ότι το κρίσιµο εµπόδιο δεν είναι η επιλογή της αρχιτεκτονικής αλλά η ίδια
η ϕύση των ιατρικών εικόνων: όταν το σήµα του στόχου είναι εγγενώς ασαφές, η στοχευµένη
µετα-επεξεργασία που εκµεταλλεύεται τη δοµή του προβλήµατος αποδεικνύεται εξίσου — αν
όχι περισσότερο — καθοριστική από την ίδια τη µαθησιακή ικανότητα του µοντέλου.

7.2 Περιορισµοί της Μελέτης

Τα ανωτέρω συµπεράσµατα οφείλουν να ερµηνευθούν υπό το πρίσµα ορισµένων περιο-
ϱισµών της πειραµατικής διάταξης :

• Περιορισµένη χωρική ανάλυση: Λόγω των περιορισµών µνήµης του περιβάλλοντος
Kaggle, όλα τα πειράµατα εκτελέστηκαν σε µικρά τµήµατα 64 × 64 × 64. Συνεπώς,
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7.3 Μελλοντικές Επεκτάσεις

η παρατηρούµενη υστέρηση του Swin-UMamba δεν συνιστά γενική κρίση για τα Μο-
ντέλα Χώρου Καταστάσεων, αλλά αφορά αυστηρά το συγκεκριµένο καθεστώς χαµηλής
ανάλυσης· σε πλήρη ανάλυση η σύγκριση ενδέχεται να αντιστραφεί.

• Μικρό και µοναδικό σύνολο αξιολόγησης: Η αποτίµηση στηρίχθηκε σε ένα µόνο
σύνολο δεδοµένων (Pancreas-CT) µε µικρό σύνολο δοκιµής (20 τοµογραφίες). Η υψη-
λή τυπική απόκλιση που παρατηρήθηκε — ιδίως για το Swin-UMamba — υπογραµ-
µίζει ότι οι µέσες τιµές πρέπει να αντιµετωπίζονται µε επιφύλαξη, ενώ η γενίκευση των
ευρηµάτων σε άλλα όργανα ή απεικονιστικές µεθόδους παραµένει ανοιχτή.

• Εξάρτηση του LCC από την τοπολογία του στόχου: Η αποτελεσµατικότητα της
µετα-επεξεργασίας προϋποθέτει ότι το όργανο-στόχος αποτελεί τη µεγαλύτερη συνε-
κτική συνιστώσα της πρόβλεψης. ΄Οταν η υπόθεση αυτή παραβιάζεται, το LCC µπορεί
να απορρίψει το ίδιο το όργανο, γεγονός που εξηγεί µέρος της παρατηρούµενης α-
στάθειας.

7.3 Μελλοντικές Επεκτάσεις

Παρά τα ενθαρρυντικά αποτελέσµατα που επιτεύχθηκαν, η παρούσα έρευνα αποτελεί τη
ϐάση για περαιτέρω διερεύνηση. Στο πλαίσιο των µελλοντικών επεκτάσεων του συστήµατος,
προτείνονται οι ακόλουθες κατευθύνσεις :

• Αξιοποίηση Ισχυρότερων Υπολογιστικών Πόρων: Λόγω των περιορισµών µνήµης
γραφικών (OOM) του περιβάλλοντος Kaggle, το µέγεθος των 3D patches διατηρήθηκε
µικρό (64×64×64). Μελλοντικές έρευνες σε ισχυρότερα συστήµατα ϑα επέτρεπαν την
εκπαίδευση σε µεγαλύτερα τµήµατα (π.χ. 128× 128× 128) ή και σε ολόκληρους τους
ογκοµετρικούς χάρτες, επιτρέποντας στο Swin-UMamba να αξιοποιήσει στο έπακρο
το παγκόσµιο πεδίο αποδοχής του (global context) και πιθανώς να αντιστρέψει την
υπεροχή του συνελικτικού δικτύου.

• Μαθησιακή Τοπική Βαθµονόµηση εντός του ∆ικτύου: Αντί του ϐήµατος µετα-
επεξεργασίας LCC, µια ενδιαφέρουσα κατεύθυνση ϑα ήταν η ενσωµάτωση ενός µαθη-

σιακού µηχανισµού τοπικής ϐαθµονόµησης µέσα στο ίδιο το δίκτυο (π.χ. παραµένου-
σες τρισδιάστατες συνελίξεις ϐάθους επί των χαρτών χαρακτηριστικών του Mamba), ο
οποίος ϑα αποκαθιστούσε την τοπική χωρική πληροφορία ήδη κατά την εκπαίδευση,
αντί να εξυγιαίνει την πρόβλεψη εκ των υστέρων.

• Πολυ-οργανική Κατάτµηση (Multi-organ Segmentation): Η τρέχουσα µεθοδολο-
γία επικεντρώθηκε αποκλειστικά στο πάγκρεας. Θα παρουσίαζε ιδιαίτερο ερευνητικό
ενδιαφέρον η επέκταση του συστήµατος για την ταυτόχρονη κατάτµηση πολλαπλών
οργάνων της κοιλιακής χώρας (όπως το ήπαρ, ο σπλήνας και οι νεφροί). Σηµειώνεται
ότι σε αυτό το σενάριο η υπόθεση του LCC (ένα όργανο = µία συνεκτική συνιστώσα)
παύει να ισχύει, και ϑα απαιτούσε γενίκευση σε διατήρηση πολλαπλών συνιστωσών
ανά κλάση.
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• ∆ιαπεδιακή Γενίκευση και ∆ιαφορετικές Απεικονιστικές Μέθοδοι (Domain Gen-

eralization): Το προτεινόµενο πλαίσιο ϑα µπορούσε να δοκιµαστεί σε σύνολα δε-
δοµένων διαφορετικής ϕύσης, όπως η Μαγνητική Τοµογραφία (MRI) ή οι Υπέρηχοι
(Ultrasound). Η κατεύθυνση αυτή συνδέεται άµεσα µε τη γενίκευση πεδίου: η εκπα-
ίδευση σε µία απεικονιστική µέθοδο και η αξιολόγηση σε άλλη ϑα επέτρεπε τη µελέτη
της ικανότητας του συστήµατος να γενικεύει πέραν της κατανοµής εκπαίδευσης, αξιο-
ποιώντας την ευρωστία της Αντιθετικής Μάθησης (Contrastive Learning) του DyCON
απέναντι στα διαφορετικά προφίλ ϑορύβου και τεχνηµάτων (artifacts).
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Συντοµογραφίες - Αρκτικόλεξα - Ακρωνύµια

κ.λπ. και λοιπά
2D Two-Dimensional
3D Three-Dimensional
AdamW Adam with Weight Decay
ASD Average Surface Distance
BN Batch Normalization
CE Cross-Entropy
CNN Convolutional Neural Network
CSM Cross-Scan Module
CT Computed Tomography
CUDA Compute Unified Device Architecture
DSC Dice Similarity Coefficient
DWConv Depth-wise Convolution
DyCON Dynamic Uncertainty-aware Consistency and Contrastive Learning
EMA Exponential Moving Average
FCN Fully Convolutional Network
FeCL Focal Entropy-aware Contrastive Loss
GPU Graphics Processing Unit
HBM High Bandwidth Memory
HD95 95th percentile Hausdorff Distance
HiPPO High-order Polynomial Projection Operators
LCC Largest Connected Component
LTI Linear Time-Invariant
MLP Multi-Layer Perceptron
MONAI Medical Open Network for AI
MRI Magnetic Resonance Imaging
MSA Multi-Head Self-Attention
MSE Mean Squared Error
NIfTI Neuroimaging Informatics Technology Initiative
NIH National Institutes of Health
NPLR Normal Plus Low-Rank
OOM Out-of-Memory
PACS Picture Archiving and Communication Systems
PET Positron Emission Tomography
ReLU Rectified Linear Unit
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RNN Recurrent Neural Network
S4 Structured State Space Sequence model
S6 Selective Scan (Mamba)
SiLU Sigmoid Linear Unit
SRAM Static Random Access Memory
SSL Semi-Supervised Learning
SSM State Space Model
SW-MSA Shifted Window Multi-Head Self-Attention
TCIA The Cancer Imaging Archive
UAMT Uncertainty Aware Mean Teacher
UnCL Uncertainty-aware Consistency Loss
ViT Vision Transformer
VRAM Video Random Access Memory
W-MSA Window Multi-Head Self-Attention
ZOH Zero-Order Hold
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Απόδοση Ξενόγλωσσος όρος
αβεβαιότητα uncertainty
ακρίβεια ορίων boundary accuracy
αναδειγµατοληψία upsampling
αντιθετική µάθηση contrastive learning
αποκωδικοποιητής decoder
αποσυνέλιξη deconvolution
ασαφή όρια weak boundaries
ασθενής επαύξηση weak augmentation
ασυµµετρία κλάσεων class imbalance
ϐαθιά µάθηση deep learning
ϐασική αρχιτεκτονική backbone
γενίκευση πεδίου domain generalization
γραµµική προβολή linear projection
δάσκαλος-µαθητής teacher-student
διευρυµένη συνέλιξη dilated convolution
εικονοστοιχείο pixel
ελαστική παραµόρφωση elastic deformation
ενεργά περιγράµµατα active contours
εντροπία entropy
επαγωγική προκατάληψη inductive bias
επαύξηση δεδοµένων data augmentation
επιλεκτική σάρωση selective scan
επιπεδοποίηση flattening
εστιακός παράγοντας focal factor
ϑόρυβος επιβεβαίωσης confirmation bias
ϑόρυβος ετικετών label noise
κατάτµηση ιατρικής εικόνας medical image segmentation
κλίση gradient
κοινή χρήση ϐαρών weight sharing
κρυφή κατάσταση hidden state
κωδικοποίηση ϑέσης positional embedding
κωδικοποιητής encoder
λανθάνων χώρος latent space
µακροπρόθεσµες εξαρτήσεις long-range dependencies
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µάθηση συνέπειας consistency learning
µέγιστη συνεκτική συνιστώσα largest connected component
µετα-επεξεργασία post-processing
µη-σχολιασµένα δεδοµένα unlabeled data
µηχανισµός προσοχής attention mechanism
ογκοστοιχείο voxel
οπισθοδιάδοση backpropagation
παράθυρο window
πεδίο αποδοχής receptive field
προ-εκπαίδευση pre-training
πύλη πληροφορίας information gate
σάρωση scanning
συνεκτική συνιστώσα connected component
συνέλιξη convolution
συνέλιξη ϐάθους depth-wise convolution
συσσώρευση κλίσης gradient accumulation
σύνδεση παράκαµψης skip connection
σχολιασµένα δεδοµένα labeled data
σχολιασµός αναφοράς ground truth
τανυστής tensor
υπερεκπαίδευση overfitting
υπερπαράµετρος hyperparameter
υπολειπόµενη σύνδεση residual connection
χάρτης χαρακτηριστικών feature map
ψευδο-ετικέτα pseudo-label
ψευδώς-ϑετικό false positive
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